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COMPENDIO

Analisis de Datos Multivariados: Analisis General
POR

JESSICA FERNANDEZ GARZA

MAESTRIA

ESTADISTICA EXPERIMENTAL

UNIVERSIDAD AUTONOMA AGRARIA ANTONIO NARRO
BUENAVISTA, SALTILLO, COAHUILA. Diciembre de 2004

Dr. José Antonio Diaz Garcia -Asesor-

Palabras claves: Analisis Multivariado, Andlisis Multivariado Cldsico, Analisis Multi-
variado Latente, Analisis de Componentes Principales, Analisis de Componentes Principales

Normado, Analisis de Correspondencias Simple, Descomposicidon en Valores Singulares.

Una de las lineas de investigacién de mayor desarrollo del Anélisis Multivariado, surgida en
las ultimas décadas, es el Anélisis de Datos Multivariados. Sus métodos contribuyen a describir
grandes y complicados conjuntos de datos multivariados, permitiendo obtener representaciones

simplificadas que facilitan la interpretacion.

En la actualidad existe una gran cantidad de métodos multivariados, cada uno de los cuales
es estudiado por separado y en la mayoria de los casos sin una conexién entre ellos. Varios

de estos métodos comparten un fundamento matemético en comin que permite estudiarlos



partiendo desde un mismo punto y no de forma aislada, como se ha hecho hasta ahora. Esta
base tedrica en comun es conocida como el Anélisis General (AG) y utiliza criterios de algebra
matricial. En particular el Anélisis de Componentes Principales (ACP) y el Anaélisis de Corres-

pondencias Simple (ACS) pueden ser obtenidos a partir del AG.

Se inicia el documento presentando los conceptos basicos de algebra requeridos para la com-
prension de los métodos multivariados que se abordaran. Después se describe el procedimiento

matematico para obtener el ACP y el ACS. Se ilustra cada método con un ejemplo.

Finalmente se presentan las ideas algebraicas en las que se fundamenta el AG y se menciona
bajo que circunstancias el ACP y el ACS se obtienen como casos particulares del mismo, ademas

se retoman los ejemplos antes realizados para comprobar que se obtienen los mismos resultados.
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One of the recent investigation line with an enormous development is the Multivariate Data
Analysis. Its methods contribute to describe a complicate set of multivariate data, let us get

simple representations that help us comprehend the interpretation.

Actually, there are many multivariate methods, each of them is separately study, and in
most of the cases they stabilize without connection. Many of these methods have a common
mathematical fundament, which let us study them beginning in the same point, instead they

go a separate way. It common basis theoretical is known as the General Analysis (AG) and it
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uses algebraic ideas. Particulary, the Principal Components Analysis (ACP) and the Simple

Correspondence Analysis (ACS) can be found by using AG.

We start the document with the basic algebraic concepts, in order to understand the mul-
tivariate methods that we will be studying. Then, we describe the mathematical process to

achieve ACP and ACS. There is an example for each of the methods.

Finally, we give the fundamental ideas of General Analysis, and show when we find the
Principal Components Analysis and Simple Correspondence Analysis using General Analysis.

Again, we do the example to show that the results are the same.
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I. INTRODUCCION

El Analisis Multivariado ha adquirido en la actualidad un desarrollo impresionante, su
aplicacion en diversos campos cientificos ha sido posible gracias al avance en métodos computa-

clonales.

Dado el espectacular desarrollo tedrico y practico de este campo no es claro que puede enten-
derse hoy como Anélisis Multivariado, para delimitar el contenido del Analisis Multivariado es
necesario un andlisis sobre sus principales lineas de investigacion, algunas en las cuales se tiene
especial interés en este documento son Andlisis Multivariado Clasico, Analisis Multivariado

Latente y Analisis de Datos Multivariados.

El Anglisis Multivariado surge en lo que hoy se conoce como el Anélisis Multivariado Cléasico
que puede ser bien definido como: el analisis que pretende extender al caso de observaciones
de varias variables, las ideas y procedimientos estadisticos que han probado su efectividad en

la practica en el caso univariado (Sibson,1984).

Ejemplo del desarrollo teérico de esta etapa son la distribuciones Normal Multivariada,
Wishart y el estadistico T? de Hotelling, que pueden considerarse extensiones de la Normal
Univariada, x? y del estadistico ¢t de Student, respectivamente. En ocasiones la extensién no se
puede dar o se da en varias formas o bien el caso multivariado no tiene equivalencia en el caso

univariado.

En anos recientes se han desarrollo notablemente los modelos multivariados con variables
latentes. La estructura comun tedrica que liga los modelos que usan variables latentes es

conocida como Analisis Multivariado Latente.



Desde un punto de vista estadistico los modelos latentes pretenden explicar las propiedades
estadisticas de las variables observables en términos de las variables latentes. Las variables
latentes son aquellas que no pueden ser observadas ni siquiera en la poblacién, solamente

tenemos su rastro a través del efecto que causan en variables que si son observables.

La estructura que liga las variables originales con las latentes, en los modelos latentes, es
lineal. Dos ejemplos de estos modelos son el Anélisis de Componentes Principales (ACP) y el

An4lisis Factorial.

Otra linea de desarrollo de gran interés, surgida en las tltimas décadas, es el Andlisis de
Datos Multivariados, que est4 contribuyendo en abordar la problemética de trabajar con datos

multivariados. Los objetivos del Analisis de Datos Multivariados son:

1. Resumir los datos mediante un pequeno conjunto de nuevas variables, con propiedades
deseables, construidas como transformaciones de las originales, con la minima pérdida de

informacidn.

2. ldentificar grupos que pueden existir en los datos.

3. Clasificar nuevas observaciones en grupos definidos a priori.

4. Relacionar dos conjuntos de variables.

5. Detectar posibles outliers o datos atipicos.

Los datos multivariados son recogidos a menudo soldamente porque es mas rapido que ob-

servar una variable, que puede ser incluso desconocida no observable o ser causada por otras

muchas, pero analizar una base de datos con una gran cantidad de variables no es sencillo.

Los métodos multivariados son muy tutiles para describir conjuntos grandes y complica-
dos, permitiendo obtener representaciones simplificadas que facilitan la interpretacién de la

informacién.



Los métodos multivariados pueden ser clasificados en varias formas, una de ellas es clasifi-
carlos en exploratorios y de inferencia. En los primeros se extrae la informacién que contienen
los datos disponibles. Los segundos permiten obtener conclusiones sobre la poblacién que ha
generado los datos, lo que requiere la costrucciéon de un modelo que explique su generacion y

permita prever los datos futuros (Pena, 2002).

Entre los métodos multivariados exploratorios se encuentran: ACP, Escalado Multidimen-
sional, Andlisis de Correspondencias Simples (ACS), entre otros. Dos de los métodos de infe-

rencia mas importantes son el Analisis Factorial y Andlisis Discriminante.

El ACP utiliza un procedimiento matematico para transformar el conjunto de variables
originales y crear nuevas, conocidas como componentes principales, con la propiedad de no

estar correlacionadas.

El ACS se emplea en el analisis de tablas de contingencia, permitiendo obtener una re-
presentacién grafica de la misma, este método puede verse de forma andloga al Analisis de

Componentes Principales pero para datos cualitativos.

El Anslisis Factorial crea nuevas variables que resuman toda la informaciéon que podria
contenerse en las variables originales, se utiliza para estudiar las relaciones entre variables del

conjunto de datos.

Analisis Discriminante, se usa principalmente para clasificar individuos o unidades experi-

mentales en dos o0 méas poblaciones definidas de manera tnica.

De especial interés son el ACP y el ACS, que por ser métodos multivariados exploratorios

tienden a motivar hipdtesis mas que probarlas.

El ACP y el ACS pueden ser vistos de diferentes puntos de vista, una presentacién de estos

métodos desde un punto de vista descriptivo puede ser consultada en Pena (2002) y Cuadras



(1991). Una excelente presentacién del ACS es realizada por Greenacre (1994). Ambos métodos,
enfatizando el aspecto geométrico, son abordados en Escofier (1990). Una forma alternativa de
obtener el ACP y el ACS es a través del Anélisis General (AG), una aplicacién del AG para

obtener el ACP puede ser consultada en Lebart (1984).

El AG utiliza criterios de algebra matricial, tales como la descomposiciéon en valores singu-
lares de una matriz (SVD) y la aproximacién por minimos cuadrados de una matriz por otra

de menor rango, con el fin de representar la informacién observada en una dimension menor.

En este documento se describen los métodos multivariados ACP y ACS, y se incluye el
Analisis General. Este ultimo conforma. la base tedrica de algunos métodos multivariados, en

particular del ACP y del ACS.

Objetivo del presente documento es mostrar de manera formal, para después ejemplificar,
que ambos métodos multivariados, ACP y ACS, pueden ser obtenidos como casos particulares

del Andlisis General.

La estructura del documento consta de cuatro capitulos. En el primero se abordan conceptos

preliminares de dlgebra que serdan tutiles para la comprension de los capitulos posteriores.

En el segundo capitulo se describe de forma detallada el ACP, se presenta el procedimiento
‘matemético para calcular las componentes principales, sus propiedades, identificar la cantidad
de componentes a incluir y su interpretacion. Ademads se puntualiza en que momento utilizar

el Andlisis de Componentes Principales Normado (ACPN). Se concluye con un ejemplo.

El ACS se presenta en el tercer capitulo, se desarrolla hasta llegar al punto en que puede
resolverse de forma analoga a Componentes Principales, también se concluye el capitulo con un

ejemplo.

Finalmente, el ultimo capitulo presenta el fundamento tedrico del AG, la SVD y la apro-

ximacién de una matriz por otra, después se indica bajo que circunstancias se obtiene el ACP



y el ACS como casos particulares del Analisis General, se refoman los ejemplos presentados en
los capitulos anteriores para observar que se llega a los mismos resultados utilizando el AG. Se

concluye el trahajo con algunos comentarios finales.

= 8



II. CONCEPTOS PRELIMINARES

Introduccion

Al analizar un conjunto de datos multivariados es conveniente representarlos como un arreglo
matricial, por lo que en este capitulo se revisan conceptos sobre algebra, que serdn de gran

utilidad cuando se aborden los métodos multivariados a estudiar en este documento.

Se inicia el capitulo citando conceptos muy basicos, relacionados con vectores y matrices,
para después incluir temas como, vectores y matrices ortogonales, eigenvalores y eigenvectores,
derivadas de formas cuadréaticas y lineales, matrices no negativas, la tltima seccién del capitulo

y 3 b

hace referencia a la esperanza y covarianza de vectores y matrices aleatorias.

Vectores y matrices

Cuando se estudia alguna observaciéon generalmente se consideran varias caracteristicas de
3sta, por ejemplo, si se esté interesado en un individuo se pueden recolectar datos de su edad,
estatura, peso, entre otros. Algebraicamente estos datos se pueden representar utilizando un

vector, el cual se define a continuacion.

Definicién 1. (Vector). Conjunto de n nimeros ordenados en una columna, esto es, una
n-upla de la siguiente forma:

(2.1)




Los vectores seran denotados por letras mintsculas y negritas como, v, X,y, mientras que

para las matrices se utilizaran letras mayudsculas y negritas, A, B, X.

Geométricamente un vector puede verse como un segmento dirigido o flecha en el espacio

R”, graficamente, un vector representa un punto en el espacio de dimensién n.

Los vectores poseen caracteristicas geométricas de direccion y longitud, la primera se deter-
mina por el dngulo del vector respecto al primer eje, mientras que la longitud se obtiene por el

teorema de pitagoras, se define como:

Definicién 2. (Norma cuadrdtica). La longitud o norma cuadrdtica de un vector, que
micta en el origen es

Ly = fIx]| = \/x2 + 3+ ... +x2 (2.2)

La operacién de multiplicar dos vectores, de tal forma que se obtiene un escalar, es conocida

como producto interno y se presenta a continuacion.

Definicion 3. (Producto interno). Sean x y 'y dos vectores € R", el producto interno es

X-y=y-X=»_ Xy, (2:3)

=1

Observe que la longitud de un vector es la raiz cuadrada del producto interno consigo mismo.

Cuando un vector se puede expresar en términos lineales de otro vector se dice que los

vectores son linealmente dependientes.

Definicién 4. (Dependencia e independencia lineal). Sea V un conjunto de n vectores,

V = vy, vq,...,v,. Se dice que los vectores son linealmente dependientes si existen n escalares
Qy, Qg, ..., Oy, 10 todos cero tales que
A1V1 + aVe + ...+ VvV, = 0 (24)

St los vectores no son linealmente dependientes, entonces son linealmente independientes.



Definicién 5. (Combinacion lineal). Cualquier wector, y, de la forma
Y = a1X; + a9Xs + ... + apX, es una combinacion lineal de los vectores xi1,X2,...,Xn.

Durante este documento frecuentemente se hablard de espacios y subespacios vectoriales,

por lo que es conveniente dar la definicién formal de estos conceptos.

Definiciéon 6. (Espacio wvectorial). Un conjunto no vacio V de vectores es un espacto
vectorial si tenemos definidas dos operaciones:

1. Operacién de adiciéon. St x,y € V,entonces x+y € V.

2. Operacién de multiplicacién por un escalar. Si x € V,entonces ax € V, donde o es
un escalar.

Satisfaciendo los siguientes axiomas:

e La adicién es asociativa, x,y,z € V, tal que (x+y)+z=x+ (y + 2).
e La adicidn es conmutativa, X,y € V, tal que (x+y) = (y +x).

e Fl vector 0 € V.

e Six € V, entonces existe —x & V.

e Six,y € V, ya esun escalar, entonces a(x +y) = ax + ay.

e Six, € V,ya,3 son escalares, entonces (o + 3)x = ax + Bx.

e Six, € V,ya,pS son escalares, entonces (af)x = a(Fx).

e Para cada x, € V,1x =Xx.

Definiciéon 7. (Subespacio). Un subconjunto W de un espacio vectorial V, se llama subespa-
cio vectorial de V, st W es un espacio vectorial bajo las operaciones de adicion y multiplicacion
por un escalar definidas en V.

El vector es un caso especial de matrices, como se puede ver en la definicidn siguiente.

Definicion 8. (Matriz). Es un arreglo rectangular de elementos, llamados escalares y deno-
tados como a;;, donde 1 se refiere al renglon y j se refiere a la columna de la matriz.

A = [a;;]

Si los renglones de la matriz A son intercambiados de tal forma que se colocan como las
columnas de otra matriz, que denotaremos como At la matriz resultante es llamada transpuesta
de la matriz A. Si A tiene tamano n X m, entonces la matriz A! tiene tamano m x n. Note

que el producto interno también puede ser denotado como, X'y 5 y‘x.



Algunas propiedades al transponer una matriz se citan a continuacién, sean A y B matrices,

y o, 3 escalares, entonces
1. (cA) = (Aa)' = Ala = aA®".
2. (AYH) = A.

3. (@A + 8B)! = aA® + B-.

En la primer propiedad se observa que la transpuesta de un escalar es el mismo escalar.

Cuando una matriz cuenta con la misma cantidad de renglones y columnas es llamada

matriz cuadrada, y podemos obtener su traza.

Definicién 9. (Traza de una matriz). Sea A = [a;;] una matriz cuadrada n x n. La traza
de la matriz A, denotada por tr(A), es la suma de los elementos de la diagonal principal, esto
es

Algunas propiedades de la traza de una matriz son:

ot

. tr(cA) = ¢ tr(A)

2. tr(A £ B) = tr(A) % tr(B)
3. tr(AB) = tr(BA)

4. tr(B"'AB) = tr(A)

5. tr(A) = tr(A?)

6. tr(AAY) =tr(A*A) =3"" 57" a?

i=1 2sj=1 %ij

Una matriz puede ser expresada como un vector mediante el operador vec. Veamos como:
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Definicién 10. (Vectorizacion de una matriz). Sea A € R™* ", tal que A = [a; ay ... a,]
la vectorizacion de A se obtiene colocando bajo la primer columna la sequnda y asi sucesiva-
mente, el vector resultante es de orden mn, se denota como vec A.

a

vec A = (2.6)

a,

Este operador tiene varias propiedades, una de ellas es

tr(AB) = > (A'B); =Y el(A'Be; = » (Ae;)'(Be)
=1 =1 =1
b
b,
= [ai al ... afl] = vec A’ vec B (2.7)
b,

Definicién 11. (Norma euclidiana de una matriz). Sea A & R™*™, entonces la
|AJ]? = tr(AtA).

Pues observe que

llvec A||? = vec A? vec A = tr(A’A) = ||A|}? (2.8)

" Definicién 12. (Matriz simétrica). Sea A € R™ " tal que A = A’, esto es a;; = a;j; para
todo i,j, entonces se dice que A es una maltriz simétrica.
Un caso especial de una matriz simétrica es la matriz identidad formada por unos en la

diagonal principal y el resto de sus elementos son ceros, se denota por la letra I.

Finalmente se concluye la seccién con un concepto mas, el rango de una matriz.

Definicién 13. (Rango de una matriz). Es el nimero de lineas o vectores de una matriz
(filas o columnas) que son linealmente independientes.

Una matriz es de rango completo cuando el niimero de renglones o columnas es igual a su

rango.
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Vectores y matrices ortogonales

Los vectores y matrices ortogonales o perpendiculares son utilizados en importantes aplica-
ciones en estadistica ya que tienen propiedades que facilitan trabajar con ellos. Veamos primero

los vectores ortogonales.

Definicién 14. (Vector ortogonal). Los vectores v y x en R™ son ortogonales si y sélo si
su producto interno es igual a cero,

7=1

El hecho de que dos vectores sean ortogonales equivale a que son linealmente independientes,

como muestra el siguiente teorema.

Teorema 1. Sea V = (vy,Va, ..., V) un conjunto de vectores diferentes de cero, en R™, tal que
cada par de vectores es ortogonal, viv; = 0 para todo i # j, entonces el conjunto de vectores es
linealmente independientes.

Demostracién. Suponga que a1vy + aave + ... + a,v,, = 0. Entonces para cualquier

t=1,2,...,r
0 = 0-v; = (Q{1V1 + oV + ... + oz,.vr) -V
= @1Vy]- V;+QaVy-Vv;+ ... +qQ;V;-V;+ ...+ Q. V-V,
= ayllvi|? (210)
Como v; # 0 por hipétesis, ||v;]|? > 0, y se tiene que o; = 0. Esto es cierto para
t1=1,2,...,r. =

Definicién 15. (Matriz ortogonal). Sea P una maitriz cuadrada, tal que P* =P, en-
tonces P es una matriz ortogonal.

Teorema 2. Sea P una matrizn X n, tal que P = [py, P2, -..Pn], donde p; es el vector columna
n X 1. La condicion necesaria y suficiente para que P sea ortogonal es
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pip; =1 parai=12, . .n. (2.11)
pip; =0 parai=1,2,.m; j=1,2,..n; i #j (2.12)
Demostracién. Note que si P es ortogonal, entonces PP = PP’ = I, luego
B ]
Pl
. P’
PP = P1 P Pn
P,
PiP1 Pip:2 PilPx
PiP1  P5p2 PP,
P,P1 P;P2 PnPn
1 0 0
01 ... 0
o 0 ... 1
L .
Entonces pip; = 1 para i =1,2,..n y pip; =0 parai,j = 1,2,...n, cuando i # j. -

Definicién 16. (Matriz diagonalizable). Se dice que una matriz A de n X n es diagona-
lizable si existe una matriz ortogonal P tal que

P!AP =D (2.14)

donde D = diag(A1, Ag,
seccion).

s An) Y AL, Ao, - Ay Son los eigenvalores de A (ver la siguiente

Teorema 3. Sea A una mairiz n X n, entonces A es diagonalizable si y sélo st A es stmétrica.

Demostraciéon. Utilizando la definicién anterior PAP = D, premultiplicando por P y

postmultiplicando por P?, se tiene que:
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A = P'DP (2.15)

observe que A! = (P'DP)* = P'DP = A, entonces A es simétrica. »

Eigenvalores y eigenvectores

Los eigenvalores son las medidas bésicas de tamano de una matriz, que no se ven alteradas
si hacemos un cambio de coordenadas. Las medidas globales de tamano de una matriz, como
la. traza o el determinante, son funcién de los eigenvalores y, en consecuencia, seran también

invariantes ante las transformaciones que preservan los eigenvalores.

Definicién 17. (Eigenvalor y eigenvector). Sea A una matriz de orden n x n. El nimero
A (real o complejo) se llama eigenvalor de A si existe un vector diferente de cero v en R™ tal
que:

Av = v (2.16)

El vector v # 0 se llama eigenvalor de A correspondiente al eigenvalor .

Los eigenvalores también se conocen como valores propios o valores caracteristicos y los

eigenvectores reciben el nombre de vectores propios o vectores caracteristicos.

Suponga que X\ es un valor propio de A. Entonces existe un vector diferente de cero v, tal

que Av = v = A\Iv. Esto es

(A — AI)v =0 (2.17)

Si A es una matriz n X n, la expresion anterior corresponde a un sistema homogéneo
de n ecuaciones, como se ha supuesto que el sistema no tiene soluciones triviales, entonces
det(A — AI) = 0. Denotando p(\) = det(A — M), se tiene que los eigenvalores se encuentran

al resolver la siguiente expresién:

p(A) =det(A — AI) =0 (2.18)

Definicién 18. (FEcuacion y polinomio caracteristicos). La ecuacién anterior se llama
ecuacion caracteristica de A; p(\) se conoce como el polinomio caracteristico de A.
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El polinomio p(\) es de grado n en A, tiene exactamente n raices, contando multiplici-
dades. Una vez encontrados los eigenvalores, las componentes de los eigenvectores se obtienen

al sustituir el valor del eigenvalor y resolver el sistema de ecuaciones (2.17).

Los eigenvectores de una matriz no tienen porque ser 1inicos, en ocasiones existen un nimero
- infinito de formas de elegirlos. Ademds los eigenvalores pueden ser complejos. En matrices

simétricas los eigenvalores son siempre reales y los eigenvectores se pueden elegir ortogonales.

Teorema 4. Sea A € R", tal que A = A', entonces la suma de los eigenvalores de A es
wual a la traza de A.

tr (A) = X (2.19)
1=1
Demostracion. La matriz A puede ser factorizada como
A =P'DP (2.20)

Entonces

tr(A) = tr(P'DP) (2.21)
Recordando la tercera propiedad de la traza de una matriz, citada en la secciéon 2.2.
tr(A) = tr(P'DP) = tr(PP'D) = tr(D) = ) _ X\; (2.22)
i=1

Teorema 5. Sean X, y Xo eigenvectores de A correspondientes a los eigenvalores Ay y g,

respectivamente, donde A € R"™ ™ tal que A = Al. Si A\ # Ay entonces X1 y Xz Son
ortogonales.
Demostracion.
(AX]_)tXQ == ()\1X1)t}(2 i )\1X§X2 (223)

Dado que A = At

(Axy) %y = XL ARy = X Aoxs = Aaxixy (2.24)
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Luego
Mxixy = Axixo
()\1 — )\Q)XIiXQ = () (225)
El producto interno x{x, = 0, ya que por hipdtesis A\; # Ao, entonces X; y X; son

ortogonales. =

Derivadas de formas cuadraticas y lineales

Sea x un vector columnan x1, A € R, y f: R® — R con

f(x) =x'Ax (2.26)

Donde A = [a;;] es una matriz de constantes, entonces f es llamada una funcién cuadratica.

Definicién 19. (Forma cuadrdtica). La funcién f antes descrita es una forma cuadrdtica,
la matriz A es conocida como la matriz de la forma cuadrdtica.

Teorema 6. La matriz de una forma cuadrdtica siempre se puede seleccionar simétrica.

Demostracion.
t tAt A & At
f(x) = X Ax«;x X _xt [ —; ] x = x'Bx (2.27)
Donde B = A—Jgé—f = B! = é—t—j—é—, es simétrica. n

Definicién 20. (Gradiente). Sea f: R" — R. El gradiente de f en el punto x € R"
.y gi- o~
of

O (2.28)
a1

L Ozyn

0 :
y se denota como —i El gradiente de f también es llamado, derwada de f con respecto a x.

ox

?%}, Ceu I
x Fea Fa

W

Ea
K-
u».

g
F
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Observe que dada la funcién f: R® — R, su diferencial total se define como

_of . of of
df = '5}'(*'1'(1}(1 -+ aXZdXZ + ...+ axnan

dX1
dxz

= [.‘_91_ of .?j_]

ox1  Ox2 Ixn
dx,,
t 5 -
= [g—ﬂ dx (2.29)

Si el diferencial total de la funcién f: R™ — R, se puede expresar como d f = Adx, entonces

of _

= A (2.30)

Teorema 7. Sea f(x) una forma cuadrdtica de n wvariables aleatorias independientes
T1, 2, ..., T, definida por

f(x) = x"Ax,
donde A = [a;j] es una matriz simétrica n X n de constantes, entonces:

0f(x) _
. = 2Ax (2.31)

Demostracion.

df dx’Ax + x*Adx

(dx"Ax)" + x"Adx

I

x'Aldx + x"Adx

I

= (x’A"+x'A)dx (2.32)

Entonces

of

= (xX*A’+ x*A)' = Ax + A'x = 2Ax (2.33)

ya que A es simétrica. N
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Teorema 8. Sea g(x) una funcién lineal de n wvariables independientes definida por
g(x) =31, a;z; = atx = x'a, donde @' = [ay, a9, ..., a4], @; €5 cualquier constante. Entonces

94(z) =a (2.34)
ox
Demostracion.
q(x) = a'x = Z a;X; = X1 + QX9 + . .. + ApXnp (2.35)
i=1
dq(x)
asi = a;, luego
d%; & -
ai
Qo
62(") - —a (2.36)
X
Qn
N

Matrices no negativas

Definicién 21. (Matriz no negativa). Sea A € R™ ", tal que A = A', entonces A es no
negativa si y sélo si es definida positiva o semidefinida positiva. La matriz A es:

e Definida positiva si y sélo si x*Ax > 0 para todo x € R".

e Semidefinida positiva si y sdlo si x*Ax > 0 para todo x € R", la igualdad se cumple al
menos para un vector X # 0.

Teorema 9. Sea A una matriz simétrica n x n. Una condicidn necesaria y suficiente para que
A sea:

1. Definida positiva. Los eigenvalores de A son positivos.

2. Semidefinida positiva. Los eigenvalores de A son positivos y al menos uno es cero.

Demostracién. Si A es definida positiva entonces PAP > 0, observe que A = P'DP,

entonces PPAP > 0 equivale a D = diag(\;, A2, ..., A\n) > 0, esto es, \; > 0 para i=1,2,...,n.

De forma similar si A es semidefinida positiva, P'AP > 0 equivale a

D = diag(Ay, Ao, ..., A\n) > 0, los eigenvalores son positivos y al menos uno es igual a cero. =
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Esperanza y covarianza de vectores y matrices aleatorias

Un vector aleatorio es un vector cuyos elementos son variables aleatorias, similarmente una

matriz aleatoria estd formada por elementos que son variables aleatorias.

La media o valor esperado de una funciéon de probabilidad es la medida de su tendencia

central, la expresién matematica es

4
[xf(x)dx six es una variable aleatoria continua.

E(x) = < (2.37)

S x p(x) si x es una variable aleatoria discreta.
\

El valor esperado de un vector es conocido como el vector de medias.

Definicién 22. (Vector de medias). Sea x € R"™ un vector aeleatorio, entonces el valor

esperado de x, F(x), es el valor esperado de cada una de sus componentes, donde la i-ésima
componente es E(x;). Entonces, se dice que el vector E(x) es el vector de medias.

El valor esperado de una matriz es la matriz donde el 4j-ésimo elemento es el valor esperado

del elemento 4. Si X € R"*™, entonces

E(X]_l) E(Xlg) .. E(le)
E(X) — = E(X21) E(ng) . E(sz) (2.38)
] E(an) E(an) “ . E(Xnm) |

Dos importantes propiedades de la esperanza son:

1. E(X + Y) = E(X) + E(Y)

2. E(AXB) = A E(X) B, donde las matrices A y B son matrices de constantes.

La covarianza es una medida de asociacién lineal entre dos variables, matematicamente se

expresa comao:

Cov(x;, x5) = Bl(xs — ;) (X5 — Ha;)] = 035 (2.39)



19

—_— 2
Observe que Cov(x;,x;) = 0.

Si dos variables aleatorias, x;,X;, son estadisticamente independientes entonces:

Cov(x;,x) =0 (2.40)

Definicién 23. (Matriz de covarianzas). Sea 'y y x wvectores aleatorios en R™ y R"
respectivamente, entonces la matriz de covarianzas de 'y y x es la siguiente matlriz m X n.

Cov(z, y) = E[(x — pa)(y — t1y)'] (2.41)

Si X es una matriz m X n, la matriz de varianza-covarianza es una matriz simétrica de la

forma,

Cov (X) = E[(X = uz)(X — p1z)’]
U% 012 -.-0O1m
021 O3 ...02m
= (2.42)
Oml1 Om2 .. 0’72”,

El valor que toma la covarianza depende de la escala de medicién de las variables, este
problema se elimina estandarizando su valor, utilizando el coeficiente de correlaciéon lineal. La

correlacién entre dos variables se obtiene como

Cov Xi Vi
Pij = i, ¥y) (2.43)

La matriz de correlaciones para los vectores y y X es:

R[Xa y] - [ng]
= D,, Covlx,y] D,, (2.44)
Donde Do-mi :diag(a_;',alg‘a""ain) y Dayj Zdiag B-gl;_;’a—i;—7-."o'2}m)‘
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La correlacién de la matriz X € R™*™ se representa con la matriz

1 Piz  --- Pim
pa1 1 ... pam
R = (2.45)
Pmi Pm2 --- 1

Los siguientes resultados presentan la esperanza y varianza de una combinacién lineal.

Teorema 10. Sea A € R™*™ yna matriz de constantes, ademds los vectoresy € R* yb € R™,
donde el vector b es constante, si W = Ay + b, entonces

E(W)=A E(y)+b (2.46)
Demostracion. Sea (a;1, @;2, ..., @) €l i-ésimo renglén de la matriz A y b; la i-ésima
componente de b, entonces
J
y
E(W) = a;E(y;) + b; (2.48)
7
]

Teorema 11. Sea x € R™ yy € R", entonces para las matrices constantes, de orden
adecuado, A y B , se tiene que

Cov[Ax,By] = A Cov|x,y] B’ (2.49)

Demostracion.
Cov[Ax,By] = E[(Ax— AE(x))(By — BE(y))’]

= AE[(x — E(x))(y — E(y))"|B’

= A Covlx,y] B* (2.50)



ITI. ANALISIS DE COMPONENTES PRINCIPALES

Introduccion

El ACP es de las herramientas més utilizadas en el analisis de datos de tipo multivariado,
transforma un conjunto de m variables correlacionadas en un conjunto de p nuevas variables

no correlacionadas, donde p < m, llamadas componentes principales.

Esta técnica fue descrita por vez primera por Karl Pearson (1901), aunque él no propuso
un método préctico de cilculo para mas de dos o tres variables, la aportacion de métodos
computacionales fue dada por Hotelling (1933) y es precisamente a Hotelling a quien se le

adjudica la técnica de Componentes Principales.

Los objetivos esenciales del ACP son primordialmente dos, el primero es reducir la dimension

del conjunto de datos a interpretar, el segundo consiste en identificar variables subyacentes.

El ACP es utilizado como paso intermedio para investigaciones posteriores, tal como re-

gresion multiple o el andlisis cluster. Ademas permite identificar grupos y outliers en los datos.

Descripcion del Andlisis de Componentes Principales

En este apartado se explica en términos generales lo que la técnica de componentes princi-

pales realiza.

Suponga que un investigador obtiene una gran cantidad de observaciones de un niimero
grande de variables, lo cual puede ser representado por la matriz X € R ™™, donde n es el

numero de individuos en la muestra y m es el nimero de variables o caracteristicas medidas u
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observadas a cada individuo. Esta situacion se puede expresar como:

t
i1 12 --- Tim X3
t
T21 T2 --. ILom X9
X — = (3.1)
t
Tni Tp2 --- TLnm Xn

X = (3-2)

Para:1=1,2,...,n.

Adema3s se asume que a cada variable de la matriz X se le ha restado su media, de tal forma

que E(X) = 0 y la matriz de varianzas y covarianzas, la cual denotaremos como S, es

S = Cov(X) = E (X'X) (3.3)

El rango de la matriz S, r(S) = r < m, matemdticamente las matrices S y X no tienen

porque ser de rango completo, sin embargo por simplicidad se asume que lo son.

En este caso, el investigador esta interesado en interpretar o visualizar comportamientos,
tendencias, grupos, etc. dentro de la muestra. Dado el tamano de m, esto seria posible sélo para
valores < 3. El ACP, permite, en cierta medida, lograr que en la mayoria de las situaciones, la

dimensién del problema se pueda disminuir a p variables, donde p < m.

La técnica de Componentes Principales parte de m variables originales correlacionadas y

se plantean nuevas variables, conocidas como componentes principales, denotadas por Z;, las
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cuales son combinaciones lineales de las variables originales, con la propiedad de no estar correla-
cionadas. Se pueden obtener tantas componentes principales como variables originales existan,
ademads estian ordenadas tal que Z; contiene la mayor variacién de las variables originales, Zis
es la componente de la segunda mayor variacién, de manera que si inicamente se toman en

cuenta las componentes principales de mayor variabilidad se habra reducido la dimensién.

Calculo de las componentes

La presente seccién incluye las cuestiones técnicas del ACP. Se obtendra la primer y segunda
componentes principales; después se procede a generalizar el procedimiento de dicho cédlculo;
adem3is se menciona como determinar el nimero de componentes a considerar. Finalmente se

concluye la seccién numerando los pasos a seguir en el ACP.

La primer componente se puede expresar como el siguiente vector

Z1 — Xa1 (34)

Donde X es la matriz descrita en la secciéon anterior y a; es un vector columna m X 1, cuyas
componentes indican la direccién e importancia de la contribucién de cada una de las variables

X1, Xo, ..., X;n en la componente Z,,

a1l

ay = (35)

Laml

Luego
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Zl = Xa1
a11
a1
= X1 X2 Xm
Aml
= anX1+a21X2 + ...+ amiXm (36)

Observando, como ya se habia mencionado, que las componentes principales son combina-

ciones lineales de las variables originales.

Utilizando los teoremas de la esperanza y covarianza de una combinacién lineal y partiendo
de la expresién (3.4)

E (Z,) =E (Xa,) =E (X)a; =0 (3.7)

y la varianza de Z; es

Var (Z,) = Var (Xa,) = a‘Sa, (3.8)

Donde S es la matriz de varianzas y covarianzas de las variables observadas.

La primer componente es la de varianza méaxima, por lo que es necesario maximizar la
expresion anterior, pero para que tenga solucién la maximizacién es sujeta a la condicién de

ala; = 1, obteniendo que la ecuacién a resolver es

max L, = a{Sa;, — \(ala; — 1) (3.9)

La solucién se encuentra aplicando las condiciones de primer orden.

OL
5:‘:1—; = 2531 — 2)\131 =0 (310)
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Entonces

Sa; = A\jay (3.11)

Donde a, es el eigenvector correspondiente al eigenvalor A\; de la matriz S.

En las condiciones de segundo orden de la ecuacién (3.9) se debe encontrar una matriz
semidefinida positiva, para confirmar que la solucién es un maximo, como se muestra a con-
tinuacion.

A?L

_ — AT
o 2(S 1T)

— 2(P'D\P — M P'P)

— P{2(D» — \DP (3.12)

Los eigenvalores de la matriz 2(S — \I) son la diagonal principal de la siguiente matriz

- -

AL — A\ 0 0

0 Ay — Ay ... 0
2(Dy — M) = 2 (3.13)

0 0 D W

El primer eigenvalor es cero, entonces la matriz es semidefinida positiva.

Los coeficientes de la primer componente principal o elementos del eigenvector a; se obtienen

resolviendo el siguiente sistema de m ecuaciones.

(S — \MI) a; =0 (3.14)

Observe que la expresiéon (3.8) se puede reescribir, como

V&I‘(Zl) = a’{Sal = a§A131 = Alaial == )\1 (315)

08,73
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Es decir, la maximizacién de la varianza de la primer componente principal equivale a tomar

el maximo eigenvalor de la matriz S.

Los coeficientes de la segunda componente principal se obtienen maximizando

maxL = a%Say (3.16)
s.a. asa; = 1
alas = 0

La primer restriccion garantiza que la maximizacion tenga solucién, mientras que la segunda

restriccién indica que los vectores son ortogonales y linealmente independientes.

Entonces

max L, = alSa, — A\a(abay — 1) — B(alay) (3.17)

Condiciones de primer orden

oL
-5;; = 2(S — )\21)8.2 — ,63.1 =0 (318)
Condiciones de segundo orden
0% L
P 2(S — A1) (3.19)

La matriz 2(S — A\2I) es semidefinida positiva, su segundo eigenvalor es cero.

Ahora, si se premultiplica la expresién (3.18) por a}, se tiene que

2aiSa; — 3 =0 (3.20)

si la ecuacidn (3.14) es premultiplicada por el vector al se encuentra que

atSa; =0 (3.21)
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se sabe que la transpuesta de un escalar es el mismo escalar, por lo que (a4Sa; )? = ajSa, = 0,

dado esto, 8 = 0. Las componentes del vector a; se encuentran al solucionar

(S — AoD)ag = 0 (3.22)

Los coeficientes de la segunda componente son los elementos del eigenvector correspondiente

al segundo eigenvalor mayor de la matriz S.

Generalizando, el calculo de la j-ésima componente consiste en maximizar la siguiente

funcién objetivo

¢ = alSa; — \;j(aja; — 1) — Z,@k(afcaj —0) (3.23)

k<j

s.a. ala; =1

aja; = 0 paratodo k< j
donde j=1,2,....m; k=1,2,...,7— 1.

Aplicar las condiciones de primer orden y encontrar los coeficientes de la j-ésima componente

al solucionar el sistema de m ecuaciones de la forma

La definicién siguiente resume de manera formal la j-ésima componente principal.

Definicion 24. La j-ésima componente de la muestra de m wvariables observadas es una com-

binacion lineal de las variables originales
Z;, =Xa; para j=1,2,..m

cuyos coefictentes son las componentes del eigenvector de la matriz de covarianzas S, corres-

pondiente al j- ésvmo eigenvalor mas grande, \;j. La varianza de la j-ésima componente es

A
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La matiz de componentes es

La matriz A tiene como columnas los eigenvectores a;, j=1,2,...m.

a11 d12 ... 8am
ag1 a29 .. a2m

A= (3.26)
Aml Am2 --- Amm

Observe que A es una matriz ortogonal, ya que A*A = I. El célculo de los componentes
principales equivale a aplicar una transformacion ortogonal A a las variables X para obtener

nuevas variables Z no correlacionadas.

Una vez obtenidas las componentes principales, el siguiente paso es saber cuantas de éstas
deben ser contempladas para el andlisis, obviamente se busca un cantidad menor a las m varia-
bles originales, se desearia que fueran dos o tres componentes para facilitar el anélisis e incluso
visualizar los resultados graficamente. La prueba de Anderson (1963) permite determinar el

nuimero de componentes necesarias.

La prueba consiste en seleccionar hasta la componente p si el resto de las componentes,
p+1,p+ 2,...,m, cuentan con varianzas aproximadamente similares, ya que esto indica que a

apartir del eje p+1 no hay ejes principales.

La hipdtesis a probar es

Hy: Api1 = Apy2 = . = Am

La razén de verosimilitud proporciona el siguiente estadistico

Z;’}—*Hl Aj
(m — p)

W=—(n—1) > In(})+(m—p)(n—1)n

Jj=p+1

(3.27)
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donde m se refiere al nimero de variables y n son las observaciones.

El estadistico W se distribuye x? con 3 (m —p)(m —p+ 1) — 1 grados de libertad, se rechaza
la, hipdtesis nula si el estadistico es significativo. En el momento en que la hipdtesis no sea

rechazada se habré encontrado la cantidad de componentes principales a considerar.

Esta prueba se utiliza si se cumple el supuesto de que las variables observadas se distribuyen

normal.

Existen otros métodos empiricos ! que permiten obtener el nimero de componentes a incluir,

los mas utilizados son:

e Incluir a las componentes con varianza mayor a la varianza media, dada por el cociente

Z;'nzl 7

m

(3.28)

e Fijar arbitrariamente la variabilidad que se desea explicar, tipicamente 90 por ciento, y
tomar en cuenta hasta el nimero de componentes que cubran ese valor. Esta regla debe
utilizarse con ciertas reservas en el caso que las variables originales cuenten con escalas

de medicién muy diferentes, como se vera mas adelante.

Resumiendo, los pasos a seguir en el ACP son:

1. Calcule la matriz de varianzas y covarianzas de las m variables originales, S.

2. Encuentre los eigenvalores y eigenvectores correspondientes a la matriz S, para estar en

condiciones de definir las componentes.

3. Descarte componentes en base a la prueba de Anderson o a alguna de las reglas empiricas

citadas.

1M3&s pruebas para la determinacién del niimero de componentes principales se pueden consultar en Cuadras

(1991).
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Propiedades de las componentes

Las nuevas variables cuentan con varias propiedades interesantes, algunas son:

e Se conserva la variabilidad inicial. La suma de las varianzas de las componentes es igual

a la suma de las varianzas de las variables originales.

Primero observe que

tr(S) =02+ 02 +...+ 02 (3.29)
1 m

de la seccién 2.4, del capitulo anterior, se sabe que la traza de una matriz simétrica puede

ser expresada como la suma de sus eigenvalores, esto es

tr(S) = i As (3.30)

Obteniendo que

YZ: A = tr(S) = VZ: Var(X;) (3.31)

Jj=1

Entonces

i V&I‘(Xj) == i Var(Zj) (332)

j=1
e La proporcion de variabilidad explicada por un componente se obtiene mediante el co-

ciente de la varianza del componente y la varianza total.

Aj
PPV

(3.33)

e Las covarianzas entre la j-ésima componente principal y las variables X estan dadas por

el producto de las coordenadas del eigenvector que define al componente y su eigenvalor.
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Se tiene que

COV(X, ZJ)

l

E[(X — ) (Z; — pz;)]
= E[(X'Z;)] = E[X'Xay]

|

De la ecuacién (3.24) se sabe que Sa; = \ja;, entonces

COV(X, Zj) == )\jaj (335)

Por ejemplo, la covarianza de la primer componente y las variables originales es

COV(X, Zl) == /\1a1
a1
a21
= A (3.36)
Am
Entonces
Cov(Xy, Xz, ..., Xm, Z1) = (A1a11, A1321, ..oy A18m1) (3.37)
Generalizando
COV(XI, Xz, couy Xm, Zy) = )\j&ﬁ- —_ ()\jalj, )\jazj, cany )\jamj) (338)

e La correlacion entre la j-ésima componente principal y la variable Xy es

: s .
Corr(Z;, Xp) = —olZi: Xp) Nty _ VN (3.39)

\/ Var(Z;)Var(Xy) N /)\jsi Sk’

mostrando que la correlacién es proporcional al coeficiente de esa variable en la definicién

de la componente.
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e Una de las propiedades mds importantes es que las nuevas variables son no corre-

lacionadas, para esto se revisa primero la covarianza entre las componentes Z; y Z.

Cov(Z;,Z;) = E(Z!Z;) = alE(X*X)a; = a;Sa (3.40)

Ya antes se observé que el dltimo término es cero, entonces la correlaciéon entre estas

variables es
COV(Zj, ij)

=0
VAN

Corr (Z;Z;) = (3.41)

Antes de citar la tltima propiedad, note que, cada renglén de la matriz X es un punto
en el espacio R™, por lo que la matriz se puede visualizar como n puntos en R™, se busca
encontrar un subespacio p, p < m, tal que los n puntos estén préximos al subespacio. Lo
necesario para proyectar los puntos en RP son las nuevas bases o ejes coordenados y las

nuevas coordenadas.

e La eleccion de los nuevos ejes es tal que la suma de las distancias al cuadrado de cada

punto a su proyecciéon son minimas.

Suponga que se esté trabajando en R3 y se tienen n puntos que se proyectan hacia la recta,
como la Figura (3.1) lo muestra. La proyeccion del vector a es el vector b, se desea minimizar
la distancia euclidea entre los puntos a y b, esto se logra utilizando el método de minimos

cuadrados.

min D?(a,b) , (3.42)
Utilizando el teorema de pitagoras

min D?(a,b) = [D?*(o,a) — D*(o,b)], (3.43)

la distancia del origen al punto a es fija, por lo que minimizar la expresién anterior equivale

a maximizar la distancia al cuadrado del origen al punto b, la longitud de ese vector es el
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Figura 3.1: Proyeccién de los n puntos.

producto interno consigo mismo, es decir

3
max D?(o,b) = max b’b = max be (3.44)

=1

El dltimo resultado equivale a maximizar la varianza, ya que el vector de medias de b es
cero. Entonces minimizar la distancia entre el valor observado, a, y su proyeccion, b, equivale
a maximizar la varianza del vector b, precisamente la maximizacién de la varianza es lo que se

utiliza para encontrar las componentes principales.

Analisis de Componentes Principales Normado

Al considerar la matriz de varianzas y covarianzas de las variables originales se pueden
presentar ciertos problemas. Uno de ellos es que si las variables originales estan en unidades
muy diferentes, por ejemplo kildmetros, edad, millones, gramos, etc., la maximizacién de la
varianza se vera afectada por las escalas, las variables de valores mas grandes tendran mas peso

en el analisis.

Otra situacidon que puede ocurrir es que una de las variables originales cuente con mayor

varianza que el resto, de tal forma que la primer componente se vea muy influenciada por esa
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variable, recuerde que la primer componente es la de méaxima varianza. En las situaciones

descritas no es recomendable utilizar la matriz S.

Con el propésito de evitar que suceda lo mencionado se requiere que las variables originales
cuenten con unidades y varianzas similares, cuando no es asi se sugiere estandarizar las varia-
bles X, de modo que tengan media cero y varianza 1, lo que equivale a utilizar la matriz de
correlaciones R, en lugar de la matriz S. Bajo estas condiciones el anslisis de componentes

principales es conocido como Anélisis de Componentes Principales Normado.

Las componentes obtenidas de la matriz S y R no son las mismas, ademdas no es posible
pasar de una solucién a otra tUnicamente utilizando los coeficientes encontrados en cada caso.
Todas las propiedades de las componentes principales establecidas en la seccién anterior se

mantienen, considerando la modificacion de que la varianza de cada variable original es uno.

Observe que cuando se enumeraron los pasos a seguir en el Analisis de Componentes Prin-
cipales, el paso uno debe ser modificado, en lugar de calcular la matriz S, se calculara la matriz
R. Ademaé&s en el dltimo paso, al seleccionar el nimero de componentes, si se utiliza la regla
en base a la varianza media, este valor serda uno, es decir se consideraran las componentes con

eigenvalores o varianzas mayores a la unidad.

Interpretaciéon de las componentes

Tradicionalmente la primer componente se interpreta como un factor de tamano, o bien un
promedio ponderado de las variables, siempre y cuando cuente con todos sus coeficientes de
signo positivo. El resto de las componentes se interpretan como factores de forma y general-
mente se conforman con coeficientes de signos positivos y negativos, se contrapone el grupo de
variables de signo positivo frente al grupo de variables de signo negativo. Sin embargo, esta

interpretacién debe considerarse con reservas, ya que los coeficientes de la 7-ésima componente



35

son los elementos del eigenvector correspondiente a A; de la matriz S, el cual no tiene porqué

ser unico.

Otra forma de interpretar a las componentes es observando que las componentes principales
son una transformacion lineal de las variables originales, geométricamente una transformacion
es el traslado, rotacién, o bien ambos movimientos de los ejes originales, en el caso de ACP
se descarta un traslado de los ejes, ya que E(X) = 0 y E(Z) = 0, entonces, las componentes

principales pueden ser vistas como la rotacion de los ejes originales.

Suponga que se tienen n observaciones en R3, los puntos tienen la forma de una elipse
con centro en el origen, como lo ilustra la Figura (3.2), donde el eje mayor es la variable de
mayor varianza, la primer componente Z; , la segunda componente, Z,, representa la variable
con la segunda mayor variacién de la figura y finalmente el eje menor estd dado por la tercer

componente, Zs.

X3

Figura 3.2: Componentes principales y la clipse.

Ejemplo

En México los egresos por entidad federativa se clasifican en 12 capitulos, de acuerdo a la

clasificaciéon de la Secretaria de Hacienda y Crédito Publico. Los 12 capitulos son: servicios
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personales, SP, materiales y suministro, MS, servicios generales, SG, subsidios transferencias
y ayuda, STA, adquisicién de bienes, AB, obra publica, OP, inversién financiera, IF, recursos
federales, RF, otros egresos, OE, cuenta por terceros, CT, deuda publica, DP y disponibilidad

final, DF.

La informacién de las finanzas estatales para el ano 2002 puede ser consultada en el producto
Finanzas piblicas estatales y municipales de México 1999-2002 de INEGI. Los egresos en los 12
capitulos, ya mencionados, se analizaron por medio del método multivariado ACP, utilizando el

paquete S-PLUS, los comandos se encuentran en el Cuadro (3.1) y los resultados en el Cuadro

(3.2).

Cuadro 3.1: Comandos para obtener el ACP en S-PLUS

X <- egresosdatos?

cgresos <- princomp(X, covlist=cov.wt(X), cor=F)
Importancia <- summary(egresos)

Loadings <- loadings(egresos)
print(loadings(egresos), cutoff = 0.0)

| plot{egresos)

plot (loadings(egresos))




Cuadro 3.2: Resultados en S-PLUS para el ACP

*** Principal Components Analysis ***

Standard deviations:

Comp.1 Comp.2 Comp.3 Comp.4 Comp.5 Comp.6 Comp.7
5405.773 3135.61 854.8336 671.457 427.0918 287.5798 218.1182
Comp.8 Comp.9 Comp.10 Comp.11 Comp.12
186.446 171.8362 125.6533 53.10236 46.34324

The number of variables is 12 and the number of observations is 31 \

Component names:
»ow : » 3 N R (I LI D
“sdev” "loadings” “correlations” ”scores” ”center” "scale” "n.obs” "terms

“call” "factor.sdev” "coef”
Call: princomp(x = ., data = egresosdatos, scores = T, cor = F, na.action =na.exclude)

Importance of components:

Comp.1 Comp.2 Comp.3 Comp.4
Standard deviation 5405.7726863 3135.6095463 854.83356468 671.45698642
Proportion of Variance 0.719739 0.2421633 0.01795327 0.01110296
Cumulative Proportion 0.719739 0.9619023 0.97985557 0.99095853
Comp.5 Comp.6 Comp.7
Standard deviation 427.091771288 287.579827441 218.118235610
Proportion of Variance 0.004489061 0.002035307 0.001170839

Cumulative Proportion 0.994700863 0.996736170 0.997907008
Comp.10
1.256533e+002
3.885623e-004

9.998777e-001

Comp.9
1.718362e-+002
7.266789e-004
9.994892e-001

Comp.8
1.864460e+002
8.554985e-004
9.987625e-001

Standard deviation
Proportion of Variance
Cumulative Proportion

Comp.12
4.634324e+001
5.285497e-005
1.000000e+000

Comp.11
5.310236e+001
6.939701e-005
9.999471e-001

Standard deviation
Proportion of Variance
Cumulative Proportion

Loadings:

Comp.1 Comp.2 Comp.3 Comp.4 Comp.5

SP  0.7404908405  0.6147405871  0.0676503530 -0.0136087133 -0.1963144238
MS  0.0290283696  0.0020514866 -0.0286832393 -0.0339951133  0.0153835359
SG  0.0562983533  0.0202315603 -0.0020776029  0.1033670169 -0.0094837508
STA 0.5237053406 -0.7745778021  0.1945307853 -0.0151913675 -0.2515175718
AB  0.0075098931 0.0079087282  0.0396733949  0.0179838149 -0.0671245090
OP 0.1386485912 -0.0549802101 -0.2602849757  0.8897253607  0.2343494449
IF  0.0037231044 -0.0013690432  0.0513588337 -0.0124935122 -0.0972272521
RF  0.3510677597 -0.0704869959  0.1235317245 -0.1649701535  (.7408494959
OE  0.0041905022 -0.0190161869  0.0045961888  0.1540133798 -0.1389964692
CT 0.0164821425  0.0214473953  0.1352948822 -(0.1565411053 -0.0322654213
DP  0.1670532980 -0.1132165600 -0.8954257458 -0.3322521769  0.0751571902

DF

0.0515324268

0.0038021640

-0.2223083418

0.0991009339

-0.5041099167




Cuadro 3.2: Resultados en S-PLUS para el ACP (continuacién)

SP
MS
SG
STA
AB
orP
IF
RF
OE
CT
DP
DF

SP
MS
SG
STA
AB
oP
IF
RF
OE
CTt
DP
DF

*** Principal Components Analysis ***

Comp.6
-0.1418523260
0.1675339918
0.2438074015
-0.12505280566
0.1144606025
-0.0852132187
0.4862646811
0.4327531172
-0.0241767914
-0.2192248231
-0.1109900860
0.6096524123

Comp.11
0.0237480874
-0.6474560359
-0.1875832191
-0.0089644084
0.3826649621
0.0293122878
0.5466552359
-0.0052902599
0.2025653893
0.0098414798
0.1149632109
-0.2108818069

Comp.7
-0.0829355448
0.0505192591
0.0880014704
-0.0836402657
-0.0245986512
0.0493795200
-0.0739931855
0.1721940759
0.5964949122
0.7432514416
0.0526343928
0.1632821487

Comp.12
-0.0195215926
0.3009586348
-0.0865795107
-0.0096335854
0.9026629760
0.0162310638
-0.2890619565
0.0164941572
-0.0460784492
0.0182534632
0.0096083670
0.0035340232

Comp.8
0.0141787104
-0.0185058481
-0.6112730608
-0.0277815118
-0.1005866979
-0.1117569211
-0.2573516974
0.1833317754
0.5206450439
-0.4428626638
-0.0718000427
0.1738630333

Comp.9
-0.0426032168
-0.4843213555
-0.3096694621
-0.0282241851
-0.0041399903

0.0922613881
-0.3076835085
0.1560923755
-0.4896623709
0.2874074730
-0.0888478371
0.4572707126

Comp.10
-0.0224651781
-0.4707793560

0.6373558402
-0.0072366990
0.0916727332
-0.1779059751
-0.4500235297
0.0724453146
0.2148776457
-0.2752722312
-0.0007773758
0.0426091751
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Si se calculan las varianzas de cada componente y la varianza media de los resultados se

encuentra que el nimero de componentes principales necesarias para reducir la informacion es

dos, lo cual coincide con el criterio de fijar la varianza acumulada en 90 por ciento. La prueba

de Anderson no se puede emplear ya que no existe evidencia empirica de que los datos tengan

distribucion normal.

Una opcién visual de encontrar la cantidad de componentes principales es graficar el his-

tograma de la varianza ()\;) versus la j-ésima componente, conocido en el idioma inglés como

screeplot.

En la grafica de la Figura (3.3) las primeras dos componentes explican el 96.1
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por ciento de la variacién total, a partir de la componente 3 las varianzas son relativamente
pequenas. En lugar de trabajar con las 12 variables originales trabajaremos con las dos primeras

componentes principales.

La importancia de las variables originales y la direccién en las componentes principales esté
dada por los elementos de los eigenvectores (ver Cuadro 3.2), la grafica de la Figura (3.4) ilustra

para las cinco primeras componentes principales las variables de mayor peso y su direccidn.

- 0.719

2.5*107

Variances
1.5*10°7

1087
|

5106

099 0995 0997 00998 0999 0.999 1

0
|

Comp.1 Comp.2 Comp.3 Comp.4 Comp.5 Comp.6 Comp.7 Comp.8 Comp.9Comp.10

Figura 3.3: Porcentaje de varianza explicada al incluir componentes (ACP).

La primer componente es un promedio ponderado de todas las variables, donde las de mayor
peso son SP, STA y RF. La primer componente agrupa a los estados de acuerdo a la cantidad
que gastaron en ese ano, los que maéas gastaron de los que menos gastaron, otra forma de
interpretarla es como la diferenciacion de dos grupos entre los estados, los mas ricos y los mas

pobres, dado que los ingresos y egresos coinciden.
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La segunda componente es la comparacion de dos medias ponderadas, contrapone las varia-
bles de signo positivo, (SP, MS, SG, AB, CT, DF), frente a las de signo negativo, (STA, OP,
IF, RF, OE, DP). Nuevamente las variables SP y STA, son las de mayor peso, pero ahora son
de signo contrario. La segunda componente principal diferencia a los estados en dos grupos,
los que destinan una cantidad mayor de egresos en gasto corriente, nominas, servicios de luz,

teléfono, etc. v los que emplean sus ingresos en subsidios, transferencias y ayuda, obra publica,

etc.
Comp.1
:3':
SP STA RF DP oP SG
Comp.2

RF DF STA opP sP oE

Figura 3.4: Coeficientes de las 5 primeras componentes (ACP).

El Cuadro (3.3) resume para las dos primeras componentes la informacién mas relevante,

los valores entre paréntesis son los coeficientes de correlacién de la variable original con la

componente.

Observe que los coeficientes de correlacién de las variables originales con las primeras dos
componentes, en general confirman la interpretacién de los coeficientes, esto es, las variables

de mayor peso cuentan también con coeficientes de correlacién altos.
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La ordenaciéon de los estados de acuerdo a las componentes principales, 1 y 2, se presenta
en el Cuadro (3.4), la primer columna representa los 5 estados que mas egresos tuvieron y los 5
estados con menor presupuesto de gasto durante el 2002, la segunda son los primeros 5 estados
que emplean mayor parte de su presupuesto en gasto corriente, mientras que los ultimos cinco
estados son los que emplean mayor parte de sus egresos en subsidios, transferencias y ayuda,

obra publica, etc.

Cuadro 3.3: Resumen de las dos componentes principales

Comp. 1 Comp.2
SP 0.740 (0.90) 0.615 (0.43)
MS 0.029 (0.78) 0.002 (0.03)
SG 0.056 (0.85) 0.020 (0.18)
STA 0.528 (0.76) -0.775 (-0.65)
AB 0.008 (0.45) 0.008 (0.27)
oP 0.139 (0.75) -0.055 (-0.17)
IF 0.004 (0.11) -0.001 (-0.02)
RF 0.351 (0.97) -0.070 (-0.11)
OE 0.004 (0.10) -0.019 (-0.26)
CcT 0.016 (0.32) 0.021 (0.24)
DP 0.167 (0.72) -0.113 (-0.28)
DF 0.052 (0.62) 0.004 (0.03)
A 29222378 9832047
Proporciéon de varianza 0.7197 0.2422
Varianza acumulada 0.7197 0.9619

Las variables de mayor peso en las primeras dos componentes, del ejemplo anterior, son
también las de mayor varianza, para evitar el efecto de grandes varianzas, se estandarizan las
variables y se realiza el ACPN. Los comandos se muestran en el Cuadro (3.5) y los resultados

en el Cuadro (3.6).

El ACPN, siguiendo el criterio de la varianza media, sugiere que las primeras tres compo-
nentes principales son suficientes. En la Figura (3.5) se observa que estas componentes explican
73.5 por ciento de la variacién total, si se fija la cantidad de varianza a explicar en 90 por ciento
se requiere trabajar con 6 componentes, utilizaremos el resultado del criterio de la varianza

media.. ‘
r‘a ‘ e "L .
BANCO D TESIS
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Cuadro 3.4: Orden de los estados de acuerdo a las componentes principales

Comp.1 Comp.2
Meéxico Tabasco
Veracruz Puebla
Jalisco Coahuila
Puebla Michoacan
Nuevo Leoén Veracruz
Quintana Roo Oaxaca,
Tlaxcala Guerrero
Aguascalientes Nuevo Ledn
Colima México

Baja California Sur Guanajuato

Cuadro 3.5: Comandos para obtener el ACPN en S-PLUS

X <- cgresosdatos2

egresos.corr <- princomp(X, cor=T)
Importancia.corr <- summary(egresos.corr)
Loadings.corr <- loadings(cgresos.corr)
print(loadings(egresos.corr),cutoff=0.0)
plot(loadings(cgresos.corr))

plot(egresos.corr)

La primer componente cambia considerablemente, la mayoria de las variables son de igual
peso, ver la grafica de la Figura (3.6), los signos de las variables originales se mantienen, sigue
siendo un promedio ponderado, se interpreta de igual forma, aunque ahora el orden de los

estado de acuerdo a la componente uno cambiara.
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Figura 3.5: Porcentaje de varianza explicado al incluir componentes (ACPN).

Cuadro 3.6: Resultados en S-PLUS para el ACPN

*** Principal Components Analysis (normado) ***
Standard deviations:

Comp.1 Comp.2 Comp.3 Comp.4 Comp.5 Comp.6 Comp.7 Comp.8
2.40876 1.32149 1.125414 0.9900632 0.8649852 0.7332368 0.6588046 0.4539065

Comp.9 Comp.10 Comp.11 Comp.12
0.3648661 0.3042059 0.1906764 0.1297741

The number of variables is 12 and the number of observations is 31 Component names:
"sdev” "loadings” "correlations” ”scores” "center” "scale” "n.obs” "terms”

7call” 7factor.sdev” " coef”

Call: princomp(x = ., data = egresosdatos, scores = T, cor = T, na.action = na.exclude)

Importance of components:

Comp.1 Comp.2 Comp.3 Comp.4 Comp.5
Standard deviation 2.4087599 1.3214904 1.1254138 0.99006325 0.86498519
Proportion of Variance 0.4835103 0.1455281 0.1055464 0.08168544 0.06234995
Cumulative Proportion 0.4835103 0.6290384 0.7345848 0.81627021 0.87862016
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Cuadro 3.6: Resultados en S-PLUS para el ACPN (continuacién)

*** Principal Components Analysis (normado) ***

Comp.6 Comp.7 Comp.8 Comp.9
0.73323678 0.65880457 0.45390650 .36486612
0.04480301 0.03616862 0.01716926 0.01109394
0.92342318 0.95959180 0.97676106 0.98785500

Standard deviation
Proportion of Variance
Cumulative Proportion

Comp.12
0.129774055
0.0014034424
1.000000000

Comp.10 Comp.11
0.304205851 0.190676438
0.007711767 0.003029792
0.995566766 0.998596558

Standard deviation
Proportion of Variance
Cumulative Proportion

Loadings:
Comp.1 Comp.2 Comp.3 Comp.4 Comp.5
SP 0.3523866343 -0.1684703939 0.2514605479 0.0306735439 -0.3044249892
MS  0.3485420775 -0.0639415489 -0.0338095253 -0.1462152598 0.3271356155
SG 0.3717823765 -0.1534830882 0.0173715664 0.0562326179 -0.2209006350
STA 0.3116907006 0.2513302745 0.0163510694 0.0026426071 0.4351286914
AB  0.2125082617 -0.5102530059 -0.2088037382 0.1773844372 -0.2769864936
oP 0.3285590447 0.2854957399 -0.1076902163 0.1208460440 -0.2670721686
IF 0.1087930536 -0.4581495560 -0.5166729977 -0.2270087588 0.4404815605
RF  0.3864989294 0.0344348408 0.2106378499 -0.0318213334 0.1260275527
OE 0.0781361769  0.2769540899 -0.3726508556 0.7783641390 0.1789957932
CT 0.0966069482 -0.3536383059 0.5688338538 0.4021425702 0.3067360323
DP  0.3096604294 0.3515891798 0.1098308194 -0.3209623274 0.0877263715
DF  0.3054716805 0.0497387925 -0.3066536867 -0.0728722644 -0.2653209991
Comp.6 Comp.7 Comp.8 Comp.9 Comp.10
SP 0.1312366357 -0.2693781033 -0.1830446269 0.3778933321 0.2606610313
MS 0.2142337245 -0.5366069197 -0.2819211107 -0.0250473774 -0.3684196948
SG -0.1353818017 -0.1733024355 0.3478791876 -0.6204162128 0.4096684345
STA -0.4138781983 0.4320387229 -0.0931946874 0.0844803808 0.1227872193
AB  -0.2572361925 0.3169458438 -0.4692325122 -0.1862736742 -0.3350041001
OFP -0.3277220141 -0.1406405711 0.4910302373 0.2142857646 -0.5330545720
Ir -0.0001367757 -0.0542137045 0.3328853061 0.1088561628 0.0973783849
RF  -0.2247154957 -0.0090577740 -0.1504574311 0.2825179378 0.3117413685
OE 0.1839812052 -0.1490881208 -0.1548452731 -0.0847255393 0.1481847793
cr 0.2691523086 0.2286730433 0.3273661963 -0.0103572429 -0.2314935306
DP 0.2979904877  0.1785328021 -0.1190296983 -0.4655039933 -0.1688348082
DF 0.5727982469 (0.4394872716 0.1313632699 0.2612547977 0.0795267084
Comp.11 Comp.12
SP 0.1807841253 -0.5690958994
MS  -0.4279933883 0.1096760259
SG -0.2494903743 0.0398496073
STA -0.3474710567 -0.3748106713
AB 0.0859019353 0.0398409711
OoP 0.1206644226 -0.0097464378
IF 0.3370481350 -0.1306508966
RF 0.2863056671 0.6752647164
OE 0.1753873647 -0.0219316941
Cr 0.0198401951 0.0153733412
DP 0.5107348564 -0.1297316899

DF

-0.3027231361

0.1724759572
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En la segunda componente las variables de mayor peso son AB y IF, se contraponen dos
medias ponderadas, las variables SP, MS, SG, AB, IF, CT contra el resto, note que son las

mismas variables obtenidas en ACP, con excepciéon del intercambio DF por la variable IF.

En la tercer componente la variable IF es la de mayor peso, le sigue CT, pero con signo

contrario, esta componente diferencia los estados que invierten y ahorran de los que no lo hacen.

Comp.1

RF SG SP MS opP STA

Comp.2

t;l ‘ I s s

AB IF CT DP orP OE
Comp.3

o e e

cT IF OE DF SP RF
Comp.4

e

0.4

0.2

0.0

0.4

0.2

-0.4

Figura 3.6: Coeficientes de las primeras 5 componentes (ACPN).

El Cuadro (3.7) resume la informacién més relevante de las primeras tres componentes

principales.



Cuadro 3.7: Resumen de las tres componentes principales

Compl  Comp2  Comp.d
3P 0.332 (0.85) -0.168 (-022) 0251 (0.28)
MS 0.349 (0.84) -0.064 (-0.08) -0.034 (-0.04)
3G 0372 (0.90) -0.153 (:0.20)  0.017 (0.02)
STA 0312 (0.75) 0251 (0.33) ~ 0.016 {0.02)
AB 216 (0.51) 0510 (-0.67) 0209 (-0.23)
OP 0329 0.79) 0.285(0.38) -0.108 (0.12)
[F 0.109 (0.26) 0458 (-0.61) -0.517 (-0.58)
RF 0.386 (0.93)  0.034 (0.05)  0.211 (0.4)
OF 0.078 (0.19) 0277 (0.37) -0.373 (-0.42)
CT 0.007(0.23) -0.354 (-0.47) 0569 (0.64)
DP 0.310(0.79)  0.352 (0.46) ~ 0.110 (0.12)
DF 0.305 (0.74) 000 (0.07) -0.307 (-0.35)
\ 58021 LT 12666
Proporcion de varianza 04835 0.145 0.1055
Varianza acumulada 04835 0.6290 (.7346
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IV. ANALISIS DE CORRESPONDENCIAS

Introduccion

El Anélisis de Correspondencias (AC) es un método estadistico utilizado para representar
asociaciones entre variables categoéricas o cualitativas, con el propdsito de establecer, si es

posible, patrones o estructuras en los datos obtenidos.

La técnica matemiticamente fue introducida por Hirschfeld en 1935, el estadistico frances
Jean Paul Benzecri la redescubrié en 1962, como una herramienta de analisis exploratorio de

datos, agregando la representacién geométrica.

Este método se ha empleado en diferentes campos de aplicacién no relacionados, utilizando
diferentes nombres, tales como Analisis de componentes principales para datos cualitativos,
Método de los promedios reciprocos, Analisis factorial de correspondencias, Escalado dual;

entre otros.

El AC es de tipo exploratorio, en el sentido que describe los datos, ademas es complementario

para otros analisis de tipo inferencial tales como el analisis de modelos log-lineales o de regresién

logistica.

El objetivo del AC es, al igual que en el ACP, la reduccién de la dimensién del conjunto de
datos observados, transforma una tabla de informacion referida a variables p-dimensionales de

forma que se puedan visualizar graficamente, facilitando la interpretaciéon notablemente.

Representacion en el Analisis de Correspondencias

El AC es empleado para representar tablas de contingencia, una tabla de contingencia es la

que contiene las frecuencias de aparicién de la combinacion de dos o més variables cualitativas



de un conjunto de observaciones.

Cuando el AC es dirigido hacia tablas de contingencia con dos variables se conoce como
Anélisis de Correspondencias Simples. Suponga que se tiene informacién para dos variables, la

variable fila, X y la variable columna, Y, como se presenta a continuacion.

Y1 Y ... Y; | Total
Xy |nua me oo nag | g
Xo N1 T2 ... MNag g,
Xr |nn nr nry | nr
Total | n, nao ... ny n.
Donde:
n;; = frecuencia absoluta de X; y Y;.
n, = frecuencia marginal de la variable X;
n,; = frecuencia marginal de la variable Y}

Cada celda, n;;, indica la frecuencia absoluta de aparicién del total de las observaciones que
cumplen con la combinacién de la variable X; y Y;. La frecuencia marginal n; es la cantidad
de observaciones que cumplen con la variable X;, para ¢ = 1,2, ..., I, mientras que el total de
observaciones con la categoria j de la variable Y es nj, 7 = 1,2,...,J. El nimero total de

observaciones es 1.

Las frecuencias absolutas de la tabla de contingencia se pueden representar en una matriz

N € R ™J donde la variable cualitativa X, representada en las filas de N, toma I modalidades



o categorias, la variable Y, contenida en las columnas, tiene J modalidades.

11

na21

nr

12

a2

nyo

nig

U>N

nry
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(4.1)

El andlisis de correspondencias pretende presentar las variables en un espacio de dimensién

menor, anilogo a componentes principales, pero para variables cualitativas. Observe que en el

ACP la proyeccién se realizé por filas, ya que las variables se encontraban representadas en las

columnas de la matriz X, pero en el caso de ACS se puede hacer la representacién tanto de las

filas, como de las columnas o bien la proyeccién de ambas. Estudiemos primero el caso de las

filas.

Representacion de las filas

Defina la matriz F como la matriz de frecuencias relativas, se obtiene dividiendo cada

frecuencia absoluta por el total de observaciones. Esto es

P
n
La nueva tabla de contingencia es
Y, Y5 Y; | Total
X1 | fu Sfi2 fir ]
Xo | Ja1 fo2 S2g fa.
Xr | fn Jfr2 fra | fr
Total | f1  [fa2 [ f.

(4.2)
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Donde:

f;; = {recuencia relativa de X; y Yj.

f;, = frecuencia marginal relativa de la variable X

I
o,
I

frecuencia marginal relativa de la variable Y/

Los elementos f;; de la matriz F indican el porcentaje del total de las observaciones que
cumplen simultdneamente la combinacién de dos variables, la frecuencia marginal relativa de
la fila 7, f;, es el porcentaje del total de las observaciones que cuentan con la categoria ¢ de la

variable X, de forma similar, el porcentaje de observaciones que cumplen con la variable Y es

fj- Observeque Y0, fi =37 fi= i1 fu=1Ff =1

La suma de las frecuencias marginales relativas de las filas de F suman uno, esto no implica
que deban ser iguales, cuando son diferentes, las filas no tienen igual peso, debido a que no
contienen el mismo porcentaje de las observaciones. Realizar comparaciones entre las filas, bajo
esta circunstancia, no tiene sentido, para que las comparaciones sean validas deben tener la
misma base, lo que se logra condicionando cada fila a su frecuencia marginal relativa, f;, de

manera que cada fila suma uno. La matriz que incluye esta operacién se denotadara por P.

P =D;'F = [];3] (4.3)

Donde D¢ es una matriz diagonal I x I con las frecuencias marginales relativas de las filas,

fi., en la diagonal principal.

Las filas de la matriz P son funciones de probabilidad condicionadas a la variable X;, los
elementos de cada fila suman uno e indica el porcentaje de las observaciones que cumplen la
modalidad 5 de la variable Y sabiendo que se posee la condicién ¢ de la variable fila. A cada

fila de la matriz P se le conoce como perfil fila.



El vector conformado por el dltimo renglén de la tabla de frecuencias relativas, cuyas com-

ponentes son las frecuencias marginales relativas de las columnas, es conocido como el perfil

medio, G = [f, f, ... fJ]

Geométricamente cada perfil fila de la matriz P es un punto en R/, la matriz es el conjunto
de I puntos en R7~!, se busca proyectar los I puntos en un espacio de dimensién menor r, tal
que r < J — 1, de manera que las filas de estructura semejante se encuentren muy cercanas
y viceversa. Dos filas se consideran de estructura semejante si se asocian de igual modo al
conjunto de las modalidades de la variable columna, es decir, si se asocian mucho o poco a las

mismas columnas.

Establecer la semejanza entre dos perfiles fila, p; y ps, no se obtendra por la distancia
euclidea, como en el ACP, debido a que no da mayor ponderacion a las filas con mayor cantidad
de observaciones, la manera de equilibrar los perfiles fila es dando igual importancia a cada uno

de ellos, ponderdandolos con -fl-; En lugar de obtener la distancia euclidea

2p ) — _J_”z;a;_fz'_a;)z
D*(pi, pi) A (4.4)

se utiliza la distancia euclidea ponderada

_ (Pij ““pi’j)2 [ fi Ji; 1

D? (i, i) 7 —\7 £ f. (4.5)
La expresién anterior es conocida como la distancia x?, se estudiard mds adelante.
Matricialmente se obtiene como
Dz(pi, py) = (pi — pi')tDZl(pz- — Dpyr) (4.6)

Donde D, € R 7%’ es una matriz diagonal con las frecuencias marginales relativas de las

columnas, f;, en la diagonal principal.
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La distancia x? equivale a la distancia euclidea entre los vectores transformados

—-1/2 . .
w; = D¢ / P;, como se muestra a continuacion.

La matriz W puede ser expresada como

wi
w3
W = (4.7)
w}
Esto es
W =PD;'? =D;'FD;'? = _Ju (4.8)
VRVAR

La distancia euclidea entre las filas k y k de la matriz W es

Srj T j : (fkj fk")2 1
D2 , ) — J — — — J 4.9
(ko wie) (fk.\/f;- f\/f_) o o) T (*9)

Igual a lo encontrado en la ecuacién (4.5), por lo que se utilizard la matriz W ya que la

distancia euclidea entre sus filas es equivalente a la distancia x? entre las filas de P.

Los elementos de W son las frecuencias relativas condicionadas por filas, pero divididos
por la raiz cuadrada de la frecuencias marginales de las columnas, ni las filas, ni las columnas

sumarn uno.

La matriz W puede ser tratada como la matriz X del ACP, con observaciones en filas y
variables en columnas, entonces el interés es proyectar las filas. Las distancias entre las filas de

W deben mantenerse en la proyeccién, de tal manera que las filas con estructura similar estén

cercanas, esto implica encontrar una direccion de norma uno.

a'a=1 (4.10)
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El vector proyectado sobre esta direccién serd denotado como wy,(a) = Wa y es el de mayor

varianza, entonces

max L = a"W'Wa — A(a‘a—1) (4.11)

El problema con la expresién anterior es que no toma en cuenta que las filas no tiene el

mismo peso, para considerarlo se maximiza la suma de cuadrados ponderada:

maxL = a"W'D;Wa — \(a’a— 1) (4.12)

Sustituyendo W, se obtiene

max L = a’D;?’F'D;'FD_'?a— X(a‘a—1) (4.13)

Ahora defina la matriz H = D}'l/ FD;Y/2, el ij-ésimo elemento es

o fij
hi; ( - \/E) (4.14)

Entonces, la expresion de la maximizacién se reescribe como

max L = a'H'Ha — \(a’a —1) (4.15)

La solucién ya es conocida

H'Ha = J\a (4.16)

Donde a es el eigenvector correspondiente al eigenvalor A de la matriz H'H.

: : : . 1/2 . -
La matriz H*H tiene como mayor eigenvalor al uno y como eigenvector a D./?. Sisustituimos

H, se encuentra que
(D;l/ZFDgl/z)t(D;1/2FD;1/2)31 = A3y
D;—1/2FtD;1/2D}—1/2FD;—1/231 — )\lal

D '?’F'D;'FD;'?a, = \a, (4.17)
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Premultiplicando por D¢ 1/2

D IFDF(D;?a;) = M (D, ?ay) (4.18)

La matriz D;lF = P, sus filas suman uno, entonces si D¢ 1/ 2a1 = 1, implica que a; = Di/ 21,
tenemos que
D;'F'P1 = \;1
D;'F'1 = \1

Nuevamente se obtiene otro vector de unos, ya que la matriz D 'F? es la matriz de frecuen-

cias relativas condicionada al total de la columna, sus filas suman uno, entonces Ay = 1.

. . i . . —1/2
La matriz H*H tiene el mismo eigenvalor que la matriz D. / H'H, como se demuestra a

continuacién
D Y?H'Ha, = D;'2a, (4.20)
premultiplicando por Dl?
D!/?’D;!'/?H'Ha, = D}?’D;'?a,
HHa; = a (4.21)

El mayor eigenvalor de H*H es A\; = 1 con el eigenvector a; = 2.

No se considera la solucién anterior ya que no aporta informacién sobre la estructura de
las filas, s6lo se toman los eigenvalores més altos de la matriz H*H, pero menores a la unidad,

después se calculan los eigenvectores, a;, € R.

Finalmente, proyectando la matriz W sobre la direccién a;, se obtienen las nuevas coorde-

nadas de la i-ésima fila de la tabla de contingencia.

Cy, = Wa; = D;'FD;"/?a, (4.22)
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Generalizando, las coordenadas de la proyeccién de cada fila estan dadas por las filas de la

matriz.

C; = WA =D;'FD;'?A (4.23)
La matriz A = [a;,a,...,a], sus columnas son los eigenvectores de la matriz H'H, la

primer fila no se contempla porque es la correspondiente al mayor eigenvalor, Ay = 1.

Las coordenadas son vectores en R’~!, mas adelante se verd como identificar los ejes fac-
toriales significativos, r, para determinar la dimensién en la que se trabajard, se espera que

r < J-1, sea igual a dos o tres, para interpretar facilmente los resultados.

Representacién de las columnas

La proyeccién de las columnas de la tabla de contingencia es simétrica a la representacion de
las filas, observe que si se trabaja con la matriz F* las filas de esta matriz contiene las columnas

de F y el andlisis es idéntico a lo presentado en la seccién anterior.

Ahora la matriz D, contiene las frecuencias relativas de las filas de F* y la matriz Dy
contiene las frecuencias relativas de las columnas de F?, haciendo estas modificaciones, la matriz

- _ = ~ . 1/2 .., ..
P =D 'F* y el vector W = PD P 1/ , entonces la expresién a maximizar es

m = b'W!D_Wb (4.24)

En términos de la matriz H, se obtiene
m = b‘W'D.Whb
= bY(D;'F'D;/*)'D.D;'F'D;"’b
= b'D;’FD;'F'D;'’b
= b'D;*FD;Y/?D;V?F'D;"*b

= b‘HH'D (4.25)
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Entonces

max L = b'HH'b — A(b’b — 1) (4.26)

La solucidon es

HH'b = )\b (4.27)

Los eigenvalores no nulos de la matriz H*H son iguales a los de matriz HH?, lo que im-
plica que la matriz HH’ también tendri al uno como méximo eigenvalor. Los eigenvectores

correspondiente al eigenvalor \; de la matriz HH® se denotaréan como b;.

Las coordenadas de la proyeccién de las columnas de la tabla de contingencia son las filas

de la siguiente matriz

C.=WB = D;'FD;"’B (4.28)

Donde B = [by, ba, ...b;], nuevamente la primer fila de la matriz C,. no se considera.

Relacion entre ambas representaciones

Las proyecciones de las filas y columnas de la tabla de contingencia estan estrechamente
relacionadas, dada la simetria del anélisis, algunas propiedades entre ambas representaciones

se mencionan a continuacion.

1. Las matrices H'H y HH® tienen los mismos eigenvalores no nulos.
Demostracién. Si a; es el eigenvector de H'H correspondiente al eigenvalor )\;, entonces

premultiplicando por H

HH!(Ha;) = \;(Ha;) (4.30)

Entonces \; es eigenvalor de la matriz HH®. -
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2. Los eigenvectores de cada matriz que pertenecen al mismo eigenvalor estdn relaciona-
dos, si a; es el eigenvector correspondiente al eigénvalor A; de H'H, entonces el vector
b; = Ha,, es el eigenvector correspondiente a \; de la matriz HH'. Generalizando, la
matriz B = HA es la matriz cuyas columnas son los eigenvectores de la matriz HH, se

supone I < J.

Demostracion. Inmediata a partir de la propiedad anterior. ]

3. Se cumple lo siguiente:

HH=WDW y HH =WDW (4.31)

4. Las coordenadas de las columnas se expresan en funcién de las coordenadas de las filas y

viceversa.

Demostracién. Primero note que H'H = QD,Q! , partiendo de esto la matriz de

genvectores B es

B = HQ (4.32)

De la segunda propiedad se sabe que B = HA, esto es, A = Q. Para normalizar los

yenvectores ubicados en las columnas de B se postmultiplica por D;l/ ? la matriz resultante

B = HQD;'? (4.33)

Donde B‘B = D;"*Q'H'HQD;"* = D;/*D,D;/* =1
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Utilizando los eigenvectores normalizados de H'H, se tiene que
C. = WB= D;'F'D;/’B
= D;'F'D;’HQD, "
— DglFtD;1/2D}1/2FD21/2QD;1/2
— D:'F'D;'FD;'/2QD; "

= D;'FtC,D;"/? (4.34)

De forma andaloga las coordenadas de las filas se expresan como
C; = D;'FC.D;"/? (4.35)

Lo encontrado conduce a poder representar las coordenadas de filas y columnas en los mismo

sjes factoriales.

Distancia x? y sus propiedades

La distancia x? proviene del contraste de independencia entre las variables fila y columna

en una tabla de contingencia, I X J, se realiza por el siguiente estadistico.

X2 _ Z (fo ;efe)z (436)

Donde f, = frecuencia observada y f. = frecuencia esperada.

FA estadistico tiene una distribucidon x* con (I-1)(J-1) grados de libertad. La frecuencia

esperada de cada celda, dado que se asume independencia, se obtiene multiplicando n_f; f 5,

entonces €l estiadistico puede Ser eserito Como

I J
) (n_fi; —n. fi.f;)* 4.37
X = ZE n.fi.f; ( |

i=1 j7=1
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Desarrollando
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Una de las razones por la que se trabaja con 1a distancia x? es porque cuenta con la propiedad
de equivalencia distribucional, la cual garantiza que no se modifiquen las distancias al unir o

separar filas de igual estructura.

La distancia x? entre las filas p; y py €s

J

200 o\ — fij ﬂfi’j)2 !

Si la fila p; = (pa U ps), donde pg y Py SON de igual estructura, entonces la distancia de p; a

py no se modifica ya que {;l y f; permanecen sin cambio. Suponga que

faj _ fbj
fa. fb.

=« (4.40)

Esto implica que D*(pa,pp) =0y ambos perfiles fila se representan por el mismo punto en

R7-1. Ahora si se unen las filas a y b.

faj " fo;  Jai T+ Soj

fa. fb. N fa.+fb.

—a (4.41)

y la distancia hacia los otros perfiles fila no se modifica.
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Antes de ver la siguiente propiedad es necesario primero revisar el concepto de inercia.

Cada objeto tiene un centro de gravedad o centroide, cada particula del objeto tiene masa, r,

y distancia, d, hacia el centroide, G;. La inercia es una medida de dispersion, se define como

la, sumatoria de las cantidades rd>. En nuestro caso la masa o densidad de los perfiles fila es

f;. v la distancia de cada punto hacia su centroide (perfil medio) esta dada por la distancia x?.

Entonces
IT
Note que
Luego
X
Entonces

l

——

I

I I
Z Inercia(i) = Z [:.D*(ps, G;)
i=1 1=1

I J f-z‘7 2 1
;ﬁ; (7: - f.j) 7
X2

L (4.42)

I J
tr(HYH) = [ Ji ] 443
HH) =22 7] (449
n. [tr(HH) — 1]
n._ [/\2 + A3+ ...+ )\J] (4.44)

La inercia total es la suma de los eigenvalores menores a la unidad de la matriz H'H,

entonces la proyeccién de las filas puede verse como la descomposicién del estadistico x? en sus

fuentes de variacidn.
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Prueba de significacion de los ejes factoriales

Las pruebas que existen para determinar el nimero de ejes factoriales necesarios en el ACS,
al igual que en el ACP, son pruebas con fundamento empirico mas que estadistico, de hecho

algunos de los criterios establecidos en el ACP se pueden utilizar en el ACS.!

El método mas utilizado es el propuesto por Williams (1952), consiste en descomponer la

x? total en suma de x? correspondientes a los eigenvalores. La descomposicién se muestra en

el Cuadro (4.1).

Six2 = n_A\, con (I+J-2r+1) grados de libertad no es significativa, entonces el eje factorial

T no es significativo.

En general, si

X2=n. A2+ X3+ ...+ A) (4.46)

con [(I+J-3)+ ...+ (I+J-2r+1)] es significativa y la x? residual

X3 =1 (A1 + Az + oo+ AJ) (4.47)

con [(I+J-2r-1)+ ... + (I-J+1)] grados de libertad no es significativa, entonces r es la

cantidad de factores suficientes para la representacion.

La tasa de inercia asociada al eje r indica la parte de la inercia total explicada por ese eje

factorial.

Ar
D VIEED VI

Yr (4.48)

1M4s pruebas de significacién de los ejes factoriales se pueden consultar en Cuadras (1991).
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e Si la estructura es igual entonces el mismo punto en el plano representara ambas filas o

columnas.

e La situacion cercana de un punto fila y un punto columna sélo se puede interpretar si

estan alejados del origen.

e Cuando una fila o columna tiene un comportamiento medio se encontrara cerca del origen.

Ejemplo

El Cuadro (4.2) contiene la tabla de contingencia que resume informacién de la clasificacién
de los 300 municipios mas representativos de México, determinados por el volumen de captacion
y aplicacién de recursos, de acuerdo al porcentaje de sus egresos destinados a obra publica

durante el ano 2001 y a su regién geografica.

Cuadro 4.2: Tabla de contingencia
Porcentaje de egresos destinado a obra publica

Regiéon Bajo Medio Alto Total
(0-24.40)%  (24.41-48.80)% (48.81-73.20)%

Norte ° 54 21 5 80

Centro € 78 56 10 144

Sur ¢ 38 28 10 76

Total 170 105 25 300

“Fuente:Elaboraciéon propia de acuerdo a las Finanzas publicas estatales y mu-
nicipales de México (2001), INEGI.

®Municipios de Sinaloa, Sonora, Baja California, Baja California Sur, Chi-
huahua, Durango, Zacatecas,Coahuila, Nuevo Leén, Tamaulipas.

“Municipios de Jalisco, Michoacan, Aguascalientes, Nayarit, Colima, San Luis
Potosi, Guanajuato,Querétaro, México, Morelos, Hidalgo, Tlaxcala.

dMunicipios de Puebla, Qaxaca, Guerrero, Veracruz, Tabasco, Chiapas,
Campeche, Yucatan, Quintana Roo.

El paquete estadistico S-PLUS no tiene incorporado dentro de su ambiente desarrollar el
ACS, por lo que en el Cuadro (4.3) se presentan los comandos necesarios, para obtener el ACS,

los resultados se encuentran en el Cuadro (4.4).
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Para calcular el ACS se obtiene primero la matriz H, para después calcular los eigenvectores
de H'H y HH', una vez obtenido esto, se pueden encontrar las matrices C: y G, cuyos ren-

alones son las coordenadas de las filas y columnas de la tabla de contingencia, respectivamente,

El primer eje factorial explica T4.72 por ciento de la inercia total, el segundo 25.28 por

ciento, ambos ejes explican el total de La inercia.

Las coordenadas de las categorias de las dos variables se muestran en la Figura (4.1), se
observa que los municipios de la region norte se asocian mas con un bajo porcentaje de egresos
(estinado a obra piiblica en el anio 2001, mientras que los municipios del centro se asocian con

porcentajes medios, los municipios de la region sur se asocian a porcentajes altos y medios.



Cuadro 4.3: Comandos para obtener el ACS en S-PLUS

Alto <- ¢(5,10,10)

Medio <- ¢(21,56,28)

Bajo <- ¢(54.78,38)

N<-cbind(Bajo.Medio,Alto)

tabla de contingencia absoluta <- print.crosstabs(N)
Inames <- dimnames(N)[1]

Jnames <- dimnames(N)|[2]

I <- nrow(N)

J <- ncol(N)

total <- sum(N)

Fr <- matrix (N*(1/total), nrow=I, ncol=J)

Imass <- as.matrix(apply(Fr,1.sum))

Jmass <- as.matrix(apply(Fr,2,sum))

dI <-diag(Imass,nrow=Incol=I)

dJ <-diag(Jmass,nrow=J ncol=J)

Ih <- Imass™-0.5

Jh <-Jmass=-0.5

dIh <- diag(Ih,nrow=I,ncol=I)

dJh <- diag(Jh,nrow=J,ncol=.J)

PF <- dIh~2 %*% Fr

PC <- Fr%*%dJh~2

H <- dIh%*%Fr%*%dJh

eigen. HtH <- eigen(t(H)%*%H)

eigen. HHt <- eigen(H%*%t(H))

A2 <- cbind(c(eigen.HtH$vectors], 2]), c(eigen.HtH$vectors|. 3]))
Cf <- dIh%*%H%*%A2

B2 <- cbind(c(eigen.HHt$vectors[, 2]), c(eigen.HHt$vectors], 3}))
Ce <- dJh%*%t(H)%*%B2

cord <- cbind(c(Cf[, 1],Ccl, 1]),e¢(C1], 2],Cc[, 2]))
plot(cord,pch=16,xlab=paste(” Principal axis 17), ylab=paste(” Principal axis 2”))
text(cord[1,1],cord|[1,2]-0.0045, "Norte™)
text(cord[2,1],cord|2,2]-0.0045, " Centro”)
text(cord|3,1],cord[3,2]-0.0045, " Sur™)
text{cord[4,1],cord[4,2]-0.0045, "Bajo”)
text(cord[5,1],cord[15,2}-0.0045, "Medio™)
text(cord[6,1],cord[6,2]-0.0045, Alto™)

Inercia total <- sum(H"2)-1

Chi.squared <- total *Inercia total
Porcentaje.inercia<-eigen. HtH$values[—1] /Inercia total
Acumulada.inercia <-cumsum(Porcentaje.inercia)
Inercia <-cbind(Porcentaje.inercia, Acumulada.inercia)
dimnames(Inercia)[1]<-list(paste("Eje”, 2:min(1,J)))

1
1
1
1

*
N




Cuadro 4.4: Resultados del ACS en S-PLUS

> H

[

[ 1] - 2]

[

> eigen.HtH

$values:

1.] 0.4630462 0.2291288
(2.]  0.4985272  0.4554200
3.] 0.3343123 0.3134416

[ 3]
0.1118034
0.1666667

0.2294157

[1] 1.000000000 0.019254778 0.006513483

$vectors:

{

[- 1] . 2]

i

> eigen.HHt

$values:

3]

1.] 0.7527727 0.6398695  0.1545974
[2.] 0.5916080 -0.5546195 -0.5851472
3.] 0.2886751 -0.5319438  0.7960543

[1] 1.000000000 0.019254778 0.006513483

$vectors:

[ 1] . 2]

[ 1 [-

1] [.2]

1.} 0.1179497 0.01657467

(2, } -0.1300859 -0.07982478
3. } -0.2556970 0.22255633

| > Inercia total
[1} 0.02576826

> Chi.squared
[1] 7.730478

> Inercia
Porcentaje.inercia
Eje 2 0.7472285
Eje 3 0.2527715

[, 3]

1.] 0.5163978 0.7908292  0.3285156
[2.] 0.6928203 -0.1603451 -0.7030572
3,] 0.5033223 -0.5906595 0.6307044

1.]  0.21250424  0.05134265
[2.] -0.03211474 -0.08189864
3,] -0.16283968 0.10113148

Acumulada.inercia
0.7472285
1.0000000

66
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V. ANALISIS GENERAL
Introduccion

La base tedrica en comun, el Andlisis General, de los dos métodos multivariados estudiados
en los capitulos anteriores, se origina en las ideas desarrolladas por Eckart y Young (1936),

quienes mostraron que una matriz puede ser aproximada por otra de menor rango.

Un conjunto de datos multivariados puede ser representado en un arreglo matricial, como
ya se a mencionado, el AG utiliza criterios de algebra matricial, tales como la descomposicién
en valores singulares de una matriz y la aproximacién por minimos cuadrados de una matriz
por otra de menor rango, con el fin de representar la informacioén observada en una dimensién

menor.

En este capitulo se muestra que el ACP y el ACPN pueden ser obtenido a partir del AG apli-
cando la SVD a las matrices adecuadas, que se estudiaran mas adelante. El ACS también es un
caso particular del Analisis General, aplicando la SVD a la matriz de residuales estandarizados

que se definiré en secciones posteriores.

Descomposicion en valores singulares

Iniciemos la seccién revisando el teorema de Eckart-Young.

Teorema 12. Para cualquier matriz real A, dos matrices ortogonales U y V pueden ser en-

contradas, tal que UAV = A sea una matriz diagonal de elementos no negativos.
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La matriz diagonal, A, (rectangular o cuadrada) fue definida por Eckart y Young como la

matriz con el ij-ésimo elemento igual a cero, excepto en el caso de que i=j.

Demostracién. Sea A € R™*" suponga que m > n, el rango de A es r(A) = k < n,
recuerde que 7(A) = r(AA"), entonces ambas matrices tienen a lo més k eigenvalores diferentes
y distintos de cero. Sea U una matriz ortogonal de orden m X m con los eigenvectores de la
matriz AA* en sus columnas, y A € R™ " la matriz diagonal con los k eigenvalores de AA* en

la, diagonal principal, entonces

A O
U'AA'U = (5.1)
0 O
Ahora defina el siguiente producto como
B
U'A = (5.2)
T

Donde By T son de orden n x n 'y (m — n) X n, respectivamente. Entonces

_ _ -
B BB’ BT*
U'AA'U = [ Bt Tt ] = (5.3)
T™B' TT¢
Obteniendo que
BB’ = A y TT!' =0 (5.4)

Los renglones de B son ortogonales, bz-bg- = 0, para 1,7=1,2,...n con i # j y el producto in-
terno de cada renglén con sigo mismo es el elemento 4 de la diagonal principal de A, b;b! = A;;.

La matriz TT*® = 0, lo que implica que T=0.
La matriz B se puede plantear como

B = AY2V? (5.5)
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Donde V es una matriz ortogonal de orden n x n. Sustituyendo lo encontrado en (5.2)

U'A

Postmultiplicando por V

U'AV =

p—

A1/2vt

0

A1/2

0

\'% (5.6)

(5.7)

Esto muestra que cualquier matriz real A puede ser transformada en una matriz diagonal. =

Varios resultados se pueden extraer del teorema anterior, algunos son:

1. La matriz ortogonal U de orden m X m, contiene en sus columnas los eigenvectores de

AA'® y los eigenvalores no nulos son los elementos de la diagonal principal de A.

2. Las columnas de la matriz ortogonal V € R™*™ son los eigenvectores de A*A, los eigen-

valores estan contenidos en A. Observe que

(U*AV) (UAV)

V*A'AV

A

]

A1/2

(5.8)

3. Los eigenvalores no nulos de A*A y de AA' son los mismos, cuando m > n AA" tiene

(m-n) eigenvalores que son ceros.

4. Cuando A es cuadrada la matriz T de elementos nulos se elimina en la ecuacién (5.7),

entonces UtAV = AY/2

La importancia del teorema de Eckart-Young radica en que partiendo de su resultado,

la matriz A puede ser factorizada como el producto de tres matrices, una diagonal y dos

ortogonales, esta factorizacién es conocida como la descomposicién en valores singulares y se

denota como SVD(A).
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Teorema 13. Sea A € R™*", el rango de la matriz A es r(A) = k < n. Fntonces

k
A =U,DV! = Z vy, (5.9)
i=1

donde Uy, € R™F 4V, € Rk son matrices semi-ortogonales. La malriz

D = diag(ay, ag, ..., ax), tal que ay > ag > ... > ag > 0.

Demostracién. Primero note que si r(A) = k= n, la matriz A2, de la ecuacién (5.7), es

de orden m X n, pero si r{A) = k < n, entonces la expresién puede ser escrita como

t AY? 0
U'AV = (5.10)

0 0

- -

Donde A,lc/ ? es la matriz diagonal de orden k x k.

Ahora, premultiplicando por U = [U;,U,}, donde U; € R™*k U, € Rm™x(m-k y

postmultiplicando por V = [V, V3], donde V; € R™* V, € R™® k) entonces

A0
A =1U \'% (5.11)
0 0
Ao | ve
- [v v
0 0 Vi
= U,;DVi, (5.12)

donde D = A,i/z = diag(ay, ag, ...ag).

La factorizacién (5.11) es conocida como descomposicién en valores singulares completa,

mientras que el resultado (5.12) se llama SVD incompleta.
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Observe que

A = UDV!
B 1T ]
851 0 0 Vi
= [ul uy uk]
0 0 Qe Vfc

k
= Z U Ve (5.13)
=1

Los vectores u; se conocen como vectores singulares por la izquierda, los v; son llamados

vectores singulares por la derecha. Los valores en la diagonal principal de la matriz D son los

valores singulares de A.

Observe que los vectores singulares por la izquierda son los eigenvectores de A A’, mientras
que los eigenvectores de A*A son los vectores singulares por la derecha de A, los eigenvalores

de AA' y AA son el cuadrado de los valores singulares de A.

Corolario 1. Si A es simétrica (n=m), entonces los valores singulares corresponden a los

eigenvalores de A vy los vectores singulares son los eigenvectores.

Demostracion.

A =U,DV! = At = V,DU! (5.14)

Entonces, U; = Vy, por lo que A = U;DU}. -

Cuando la SVD se aplica a una matriz simétrica la factorizacién es llamada descomposicién

espectral.

Teorema 14. Sea F € R™** tal que F = U,D, ademds defina la matriz C € R™*, tal que
C = VD, entonces las filas de las matrices F y C son las coordenadas de las filas y columnas

de A con respecto a las bases Vi y Uy, respectivamente.
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Demostracion.

A=U,DV:=FV} (5.15)

Si se expresa la matriz A por vectores fila, se tiene que

al ] five
1] ft ftvt
A= 2 lowpvi=| P |ve=| 2! (5.16)
a;, i £ Vi
Entonces - -
vi
14 k
t __ etxst V2 t
a;=LVi=1fa fo ... fu = Z fi5v; (5.17)
: j=1
Vi

Entonces a; = Z§=1 fijv;, para ¢ = 1,2, ...m, los coeficientes f;; son las coordenadas de a;

con respecto a la base V;. Generalizando, las filas de F contienen las coordenadas de las filas

de A.

Similarmente si C = VD, entonces A = U, C?, luego si se expresa la matriz A’ por filas

[~ "] [~ hn [~ -
t t t t
al, ct ctU?
t t t 1
A = = CU; = U] = (5-18)
t t t T
a;, Cn | c, U}
La 2-ésima fila de At es
A
u,;
t ty Tt u; Zk t
a, = ciUl = Cii Ci2 ... Cik = cijuj (519)
: =1
t
U




74

En este caso, a; = Z;‘.’zl cijuj, para i = 1,2, ...n, las filas de C contiene las coordenadas de

las filas de A?, o de las columnas de A, con respecto a la base U;. =

Una generalizacién de la SVD es la descomposicién en valores singulares generalizada, pre-

sentada en el siguiente teorema.

Teorema 15. 51 Q) € R™*™ y ¢ € R™"™ son matrices definidas positivas, entonces cualquier

matriz A € R™*" se puede factorizar como

A = NDM' = > ~a;n;m], (5.20)

donde r(A)=k, N € R™* y M € R™*. Ademds las columnas de N y M estdn ortonorma-

lizadas con respecto a Q y ¢, esto es, N'QN = M*¢M = I,.

Demostracién. Defina las matrices N = Q7 12U, y M = ¢ Y?V,. Considere la SVD

de la matriz QY2A¢1/2,

Luego
O2A¢Y? = UDVY (5.21)
Entonces
NDM' = Q~'/?U,DVi¢™/? = Q7 2(QY2A¢?)p /2 = A (5.22)
-
Observe que
N!ON = UiQ~ V200720, = U0, = 1, (5.23)
MM = Vip V20 V2V, = ViV, =1, (5.24)

En este caso, los elementos de la diagonal principal de D son los valores singulares gene-

ralizados de A, a las columnas de la matriz N se les llaman vectores singulares generalizados
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por la izquierda y son las bases ortonormales para las columnas de A, de forma anloga, a
las columnas de la matriz M se les llaman vectores singulares generalizados por la derecha y

conforman una base ortonormal para las filas de A, respectivamente.

Aproximaciéon de una matriz por otra de menor rango

Una interesante aplicacién de la SVD es la aproximacion de una matriz por otra de menor
rango. Considere nuevamente el resultado del teorema de Eckart y Young, la expresién (5.7) y

defina lo siguiente:

e Sea AY/? la submatriz diagonal que contiene los primeros r elementos de la matriz A,lc/ 2

(r < k), y sea A+’? la matriz diagonal con (k-1r) elementos de A,lc/ 2,

e Particione la matriz ortogonal U en dos submatrices, U, es la submatriz que contiene las

primeras r columnas y U, contiene las columnas restantes, (m-r).

e La matriz V = [V, V4], donde V,. es la submatriz con las primeras r columnas y V con

las dltimas (n-r) columnas.

Entonces la descomposiciéon en valores singulares de la matriz A, es de la siguiente forma

— - — -—

AYZ 0 \'%:
A= |u u
0 AY? \':
= U,AY?>V! +UAY*V? (5.25)

Si los ultimos valores singulares son muy pequenos, (k — r), de tal forma que puedan ser
omitidos, entonces se obtiene la aproximacién a la matriz A con otra matriz de menor rango,
(r < k), dicha aproximacién es de minimos cuadrados, ya que se minimizan las distancias al

cuadrado entre los elementos de ambas matrices, como lo muestra el siguiente teorema.
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Teorema 16. Sea Ay de orden m X n de rango r, tal que

=1

entonces Ay es la matriz de aproximacion de minimos cuadrados, que minimiza la siguiente

erpresion.

DD (ay — zy)* = tr(A — X)(A — X)" = [|[A — X|?, (5.27)

=1 j=1

donde r(X) < r.

Demostracion.

A = X} =tr[(A — X)(A — X)']

=tr[UUYA — X)VVHA — X)1] (5.28)

Sea G = U'XYV y recordando la SVD completa A = UAV?, entonces, A = U?AV, susti-

tuyendo se tiene que

A — X||? = trf[UAV’A! - UGV*!A! — UAV!X! + UGVXY (5.29)

La transpuesta de A es A* = VA'U?, ahora si se premultiplica por V? se encuentra que
VAL = VEVAIU! = A'U*, ademés recordando que la tr(AB) = tr(BA), luego la expresién a

minimizar es
A — X|[?=tr[UAAU* - UGA'U* — UAV!X! + UGV*X]
=tr(AAY) — tr(GA?) — tr(AG?) + tr(GG?)
=tr(A — G)(A — G)*

=la - G| (5-30)
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Entonces

mzin A - X||? = n%cin [tr(A — G)(A — G)]

k m
minY (@ —ga)*+Y > 95 (5:31)
1=1

i=1 1<j<n
1#£]

I

La sumatoria anterior serd minima si g;; = 0 para todo 1,3, tal que ¢ # j, se minimiza si G es
diagonal. Observe que r(G) = r(U*XV) = r(X) = r, entonces (k— r) elementos de la diagonal

principal de la matriz G son ceros. Esto es

T k
min |A — X[ =min ) (a; — gis)* + > of (5.32)

=1 i=r
Adems3s si en (5.32) se cumple que o; = g;; para ¢ = 1, 2...r la expresién se minimiza.

Luego X = UGV?

a; 0 0 0 0
0 ao 0 O 0
X = U A%

0 0O Qv 0
O 0 0 O 0
aq 0 0
0 (7)) 0

= U, \%:




v 0 0
0 0% 0
X = [ul Us ur]
O O QU
N i
= ZO{zUZV:
i=1
= A

El error de la aproximacion de la matriz Aj) a A esta dada por

E = A — U AY?V! = UA/?V]

La suma de cuadrados del error es

tr[BE] = tr[V.AY2ULUAY?VY] = tr[V A, VY]

l

tr[As] = zs: oY

i=r+1

78

(5.33)

(5.34)

(5.35)

La suma de cuadrados del error de la aproximacién son los eigenvalores de la matriz AA°®

que no son utilizados en la aproximacion. Ademas observe que
o tr[AAY] = trfflUAV!VAUY = tr[UA?U?] = tr[A%] = Sk a?

o trjAjA} ] = tr[U, A 2VEV, AU = te[A] = D00, oF

Asi una medida de calidad de la aproximacién de A por Ay es

(5.36)
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La medida anterior es llamada porcentaje de varianza relativo a los primeros r factores. El

valor de r se obtiene fijando la cantidad de aproximacién que se desea alcanzar.

Teorema 17. Sea A € R™*™, r(A )=k, y su descomposicion en valores singulares generalizada

(A
k
A=) anm, (5.37)
1=1

entonces la matriz de aproximacion por minimos cuadrados generalizados o ponderados es

Ay =) anm)=N,D,M; (5.38)

=1

Demostracién. Defina G = N*XM y observe que N)AM = A. Entonces minimizar la

siguiente norma euclidiana ponderada equivale a

107 Y2(A = X)p™ 2P =tx[Q7 (A ~ X)$7H(A ~ X)]
=tr[(Q7 AT — QTIXP T (A — X)7]
=tr[AA! — GA! — AG! — GG
=tr(A — G)(A — G)t

~

=||A — G2 (5.39)

Observe que

tr[Q AP TTA =tr[QTY2 A2 2 ALY/
::tr[UUtQ“ 1/2A¢" 1/2vvt¢—1/2AtQ_1/2]
=tr[U'Q Y/2AMM* A~ V/2U]
=tr[N*AMM'A'N]

—tr[AAY] (5.40)
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trfQ A 1 X =tr[Q Y2 A9 V292X IO T2
:tr[UUtQ”I/ 2Ap VIV VY 2Xt9—1/2]
_—_tr[UtQ~1/2 AMMtxtQ——l/ZU]
=tr[N* AMM'X'N]

=tr[AG'] (5.41)

tr[Q ' X ¢ A :tr[ﬂ—1/2X¢—1/2¢—1/2At9—1/2]
=tr[UUQ™2X ¢~ V2V Vi V2 A Q1]
=tr[UQ 2 X MM AQ1/2U]
=tr[N*XMM*A*N]

=tr[GA] (5.42)

tr[Q X ¢ X =tr[Q7 X 22X
=tr[UUQ Y 2X ¢~ V2V Vi~ V22X 1/
=tr[UQ/2XMM!X!Q~1/2U]
=tr[N XMM*X*N]

=tr[GG'] (5.43)

Nuevamente se obtiene que la expresién se minimiza cuando

k m n
min [|[Q72(A = X)) 2= min Y (0 — Fa)® + D > 55 (5.44)
=1

i=1 j=1
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Por lo tanto

X = anm! = A, (5.45)

r

1=1

Aplicacién al Analisis de Componentes Principales

Sea X = (x;;) la matriz definida en el capitulo 3, como la matriz donde los renglones representan

n individuos y las columnas son 7= 1,2, ..., m variables observadas.

Ahora defina la matriz Y como
Y = [M] (5.46)

— n Xig
Donde x; = > " | =<

=1 n

Pues observe que

— t —
YY = [%] [M] —S (5.47)

Es la matriz de varianzas y covarianzas, entonces si se descomponen en valores singulares

la. matrices Y, se tiene que

SVD (Y) = UDV? (5.48)

El interés ahora es encontrar la matriz de menor rango de aproximacién a la matriz Y, esta

€S

r

A= zaiuivf = Z \/—/\—z u;ve (5.49)
i=1

=1

La calidad de la aproximacion es

k

i=1 7\

_ {_____%1;1 ’\i] 100 (5.50)

El ACPN se obtiene si se considera la matriz
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~ X — i .
Y = |28 5.51
[ s;v/n (551
Donde s; es la desviacién estédndar de la j-ésima variable. Entonces

. t —
vty = | T "X |2 TN R 5.52
[ 5V ] [ s/ (5:52)

Se obtiene la matriz de correlaciones de las variables observadas, de manera que si se aplica
la, descomposicién en valores singulares a Y se obtendran los mismos resultados que en el caso

del ACP normado.

La matriz de aproximacién por minimos cuadrados de Y, es
r
Ap =D VA wv (5.53)
i=1

La calidad de la aproximacion es

o [_%___;_} 100 (5.5
i=1 "\t

Ejemplo

Utilizando los datos del ejemplo de la seccidén 3.7, se muestra a continuacién que se obtienen
los mismos resultados utilizando el AG. Los comandos en S-PLUS para obtener el ACP a partir

del AG se encuentran en el Cuadro (5.1).

Los resultados maés utiles de S-PLUS se muestran en el Cuadro (5.2). Se observa que
de la SVD de la matriz Y los valores singulares coinciden con las desviaciones estandar de
las componentes, los vectores singulares por la derecha son similares a los eigenvectores o

coeficientes de las componentes.
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La matriz de aproximaciéon Ay de Y, tal que la calidad de la aproximacién sea mayor a 90

por ciento es Apy, la aproximacién es de 96.11 por ciento, el rango r(Ajy)=2, reduciendo asi la

dimension del conjunto de datos.

Cuadro 5.1: Comandos para obtener el ACP usando el Analisis General

X <- egresosdatos2
n <- 31
m <- 12
y1l <ns1:XMLFault xmlns:ns1="http://cxf.apache.org/bindings/xformat"><ns1:faultstring xmlns:ns1="http://cxf.apache.org/bindings/xformat">java.lang.OutOfMemoryError: Java heap space</ns1:faultstring></ns1:XMLFault>