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RESUMEN 

 

Las selvas, son los ecosistemas con más riqueza de especies, registran 

importantes almacenes de carbono y con ello, regulan el clima mundial; sin 

embargo, el cambio climático está afectado significativamente todos los 

ecosistemas del mundo. El objetivo de este estudio fue generar un modelo 

bioclimático para evaluar los efectos de dos escenarios climáticos (moderado y 

drástico) al 2050, sobre los almacenes de carbono total en las selvas del sureste de 

México. Los datos del carbono se obtuvieron del Inventario Nacional Forestal y de 

Suelos (INFyS) y las variables bioclimáticas (Bios) de Worldclim. El mejor set de 

predictores se obtuvo con la librería 'glmulti', que utiliza stepwise y algoritmo 

genético. Después, el modelo fue entrenado con el 80% de los datos y validado 

con el 20% restante, a través de Machine Learning (ML) con la librería 'caret' de R. 

Con el modelo generado, se realizaron predicciones e interpolaciones de carbono 

actual y al 2050. Mediante álgebra de rasters se identificaron las áreas con y sin 

cambios. Los estadísticos de ajuste y validación indican que el modelo generado no 

es aleatorio. Las variables bioclimáticas explican entre el 8% y el 18% del carbono 

total en las selvas. Las bios de precipitación son las de mayor importancia en el 

modelo (entre el 60 % y el 100 %). El modelo bioclimático predice que el 38 % de la 

superficie de las selvas del sureste de México se podría mantener sin cambios, 44 

% podría mostrar ganancias de carbono y 25 % sufriría pérdidas. La tasa de 

decremento de carbono (37 %) es casi el doble (21 %) que la tasa de incremento. 

Los cambios en los almacenes de carbono debidos al cambio climático obedecen a 

un decremento promedio del 17 % en precipitación y un incremento de entre 0.92 y 

1.29 °C (Bio 11) en algunos sitios. En conclusión, las selvas del sureste de 

México podrían ser altamente vulnerables al cambio climático ante cualquier 

escenario. 

 

Palabras Clave: Aprendizaje de Máquinas, Bioclimáticas, Cambio Climático, 

Carbono, México, Selvas. 
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SUMMARY  

 

Rainforests, also known as "selvas" in Spanish, are the most species-rich 

ecosystems on Earth and play a crucial role in regulating the global climate by 

storing important carbon reserves, however, climate change is significantly affecting 

all ecosystems worldwide. The objective of this study was to generate a bioclimatic 

model to evaluate the effects of two climate scenarios (moderate and drastic) by 

2050 on the total carbon stores in the southeastern rainforests of Mexico. The 

carbon data was obtained from the National Forest and Soil Inventory (INFyS), and 

the bioclimatic variables (Bios) were obtained from Worldclim. The best set of 

predictors was obtained using the 'glmulti' library, which uses stepwise and genetic 

algorithms. Then, the model was trained with 80 % of the data and validated with the 

remaining 20 % through Machine Learning (ML) using the 'caret' library in R. With 

the generated model, predictions and interpolations of current and 2050 carbon were 

made. Using raster algebra, areas with and without changes were identified. The 

adjustment and validation statistics indicate that the generated model is not random. 

Bioclimatic variables explain between 8 % and 18 % of the total carbon in the 

southeastern rainforests. Precipitation variables (Bios) are the most important in the 

model (between 60 % and 100 %). The bioclimatic model predicts that 38 % of the 

surface of southeastern rainforests of Mexico could remain unchanged, 44 % could 

show carbon gains and 25 % would suffer losses. The carbon decrement rate (37 

%) is almost double (21 %) the increment rate. Changes in carbon stocks due to 

climate change are related to an average 17 % decrease in precipitation and an 

increase between 0.92 and 1.29 °C (Bio 11) in some locations. In conclusion, 

southeastern rainforests of Mexico could be highly vulnerable to climate change 

under any scenario. 

Key words: Machine Learning, Bioclimatic, Climate change, Carbon, Mexico, 

Rainforests.  
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1. INTRODUCCIÓN 
 

El cambio climático representa un serio problema para los ecosistemas terrestres, 

problema que recae en la alteración de las variables climáticas (IPCC, 2022). Se 

espera un incremento de temperatura media global de 1.5 °C para los próximos 30 

años (IPCC, 2019). Ante esto, los almacenes y secuestro del carbono en estos 

últimos años, han sufrido pérdidas por más de 7 mil toneladas de CO2 al año en toda 

la vegetación mundial (UNESCO et al., 2023). 

Los bosques tropicales representan 45 % de los bosques del mundo (FAO, 2019), 

y almacenan alrededor del 42 % del carbono fijado a nivel global; por lo que 

desempeñan un papel crucial en el ciclo global del carbono y en la mitigación de los 

efectos invernadero (Granados, 2007). México posee 30 millones de hectáreas de 

superficie tropical (21.8 % de la superficie nacional), por lo que se estima, 

almacenes de más de 45 tC ha-1 (CONAFOR, 2019). No obstante, los bosques 

tropicales se consideran vulnerables al cambio climático, ante el incremento de la 

temperatura y disminución de la precipitación (IPCC, 2022). 

Para México, la estimación de la biomasa en selvas para 2014 registra cerca de 

49.2 tC ha-1, con decesos de 3.2 tC ha-1 para 2018 y aumento de aproximadamente 

1 tC ha-1 en 2020 .(Cartus et al., 2014; Urbazaev et al., 2018; SNMF, 2023). Bajo 

esta premisa, el carbono total de 2020 en selvas mexicanas se encuentra cerca de 

47 tC ha-1, distribuida en 32.7 y 14.3 tC ha-1 en selvas altas, medianas y selvas baja 

(SNMF, 2023). Dicha información será de utilidad para poder conocer el carbono 

total actual y futuro, áreas críticas con decesos importantes del carbono total, donde 

enfocar esfuerzos para conservación de las selvas entre otros. 
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Al usar modelos de predicción, dichos modelos pueden ser útiles para estimar el 

crecimiento de los árboles y la biomasa forestal, lo que a su vez permite estimar la 

cantidad de carbono que se almacena en el bosque a partir de variables ambientales 

como la temperatura y la humedad (Hao et al., 2020; Krammer et al., 2010). 

Se ha demostrado que las variables climáticas, pueden predecir la biomasa y el 

carbono en diferentes ecosistemas terrestres (Khan et al., 2019; Paroshy et al., 

(2021; He et al., 2022), por ejemplo, Epstein et al. (1997), Burbano (2018) y FAO, 

(2019) demuestran que la temperatura es un buen predictor en modelos de 

predicción de carbono. Otros autores (Hernández-Stefanoni et al., 2021) indican que 

la precipitación puede predecir adecuadamente la biomasa. Estudios de este tipo, 

han sido desarrollados en bosques tropicales y subtropicales (Mathews-Saldaña 

2012; He et al., 2022; Li et al., 2022) algunos de ellos (Ruíz-Corral et al., 2016; Sun 

et al., 2016). Vieilledent et al., 2016; Li et al., 2022) revelan un panorama poco 

favorable para los bosques tropicales, con pérdidas de entre 15 y 32 % ante un 

incremento de entre 0.5 y 1 °C. 

Para determinar los efectos del clima sobre los almacenes de carbono, es necesario 

utilizar variables climáticas, no solo promedios o totales, sino considerar la 

variabilidad anual e interanual de la región. En este sentido, desde hace más de 35 

años, Busby (1986) desarrolló 19 variables bioclimáticas derivadas de precipitación 

y temperatura que consideran este efecto. No obstante, los predictores deben ser 

cuidadosamente elegidos (Calcagno, 2020) y el modelo validado, para asegurar 

estimaciones reales de los almacenes de carbono (Hastie et al., 2009; Krammer et 

al., 2010; Hao et al., 2020). Aunado a lo anterior, se han mejorado los modelos de 

circulación general, MCG (Ficks y Hijmans 2017), lo que permite conocer las líneas 

evolutivas del clima futuro en diferentes escenarios o trayectorias de concentración 

de CO2 (rcp’s) (Ruíz-Corral et al., 2016; Pérez, 2019), con ello, permitir evaluar los 

efectos del clima futuro sobre los almacenes de carbono. 
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1.1. OBJETIVO GENERAL 
 

Generar un modelo para predecir carbono total las selvas del sureste de México, 

con base en variables bioclimáticas y bajo escenarios de cambio climático.  

1.2. OBJETIVOS ESPECÍFICOS  
 

Identificar las variables bioclimáticas que predicen el carbono total en selvas del 

sureste de México y cuantificar sus cambios en diferentes escenarios de cambio 

climático al 2050. 

Desarrollar y validar un modelo para predecir el carbono total en selvas del sureste 

de México utilizando variables bioclimáticas, ante un escenario climático moderado 

(RCP 4.5) y drástico (RCP 8.5) al 2050. 

Identificar las tasas de cambio del carbono total en selvas del sureste de México 

ante un escenario climático moderado (rcp 4.5) y drástico (rcp 8.5) al 2050. 

1.3. HIPÓTESIS 
 

El carbono total en selvas del sureste de México se puede predecir utilizando un 

modelo que incorpora variables bioclimáticas y considera los efectos del cambio 

climático. 

Cualquier escenario climático, drástico o moderado al 2050 afecta los almacenes 

de carbono total de las selvas de mexicanas.  
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2. REVISIÓN DE LITERATURA 
 

2.1. Inventario Nacional Forestal y de Suelos (INFyS) 
 

El Inventario Nacional Forestal y de Suelos (INFyS) es un instrumento técnico que 

contempla información actualizada sobre la condición, cuantificación y ubicación de 

los recursos forestales del país que inició actividades en 2004 con registros de 

81,665 sitios de muestreo de la vegetación del país  (CONAFOR, 2009). 

Dentro de sus registros, se contempla el registro de información general, tal como: 

especies de los árboles, arbustos y hierbas, comunidad vegetal, tipo de vegetación 

y la clasificación del tipo de vegetación; asimismo, considera también la medición 

de datos dasométricos que permitan la estimación del volumen, densidad del 

arbolado, cobertura, edad, índices de incremento, niveles de disturbios, repoblación 

y la cuantificación de la biomasa, y captura de carbono (CONAFOR, 2009).  

2.2. Captura de carbono 
 

La captura de carbono es un concepto considerado dentro del sector ambiental, 

como un importante servicio que genera procesos de separación del CO2 del 

ambiente, los cuales consisten en tres fases importantes: captura, transporte y 

almacenamiento del CO2; con capacidad de disminuir los actuales niveles de gases 

de efecto invernadero, por lo que su relevancia recae en el establecimiento y 

conservación de los recursos naturales (Montoya et al., 1998; Arribas, 2013). La 

captura de carbono se encuentra estrechamente relacionada con las funciones 

ecológicas de los ecosistemas, que se enfoca principalmente en la captura terrestre 

del ciclo de carbono (Vargas-Mena & Yañez, 2004). 
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2.3. Cambio Climático 
 

Existen diversos conceptos para referirse al cambio climático, el común refiere a la 

noción de la alteración paulatina de la atmósfera por actividades humanas; en ese 

sentido, el Panel Intergubernamental sobre Cambio Climático (IPCC) de la 

Organización de las Naciones Unidas, define al cambio climático como: la 

modificación del clima en un periodo de tiempo indefinido, influenciado por la 

naturaleza o actividades humanas (IPCC, 2022). Con esta premisa, el impacto del 

cambio climático se asociará con sucesos hidrometeorológicos extremos, que 

tendrán efectos severos en las zonas costeras, áreas inundables y laderas de 

montaña (Zamora, 2015).  

El IPCC (2022) estima un aumento de la temperatura media global de 1.5 ºC para 

los próximos veinte años, provocando diversos escenarios drásticos por lo que es 

necesario establecer estrategias a futuro en el combate y/o adaptación al cambio 

climático; para ello es necesario la participación de la población, el manejo de 

ecosistemas con énfasis en la resiliencia y la reducción de vulnerabilidad al cambio 

climático y atender necesidades de subsistencia de las comunidades (Zamora, 

2015). 

2.4. Modelos de Circulación General 
 

La comprensión acerca de la modificación del clima permitirá visualizar y realizar 

estimaciones de proyecciones climáticas, para emplear como herramienta básica 

los modelos de circulación general, caracteriza que emplean algoritmos 

matemáticos para la simulación del sistema climático de la tierra, los cuales 

describen tres líneas evolutivas de las condiciones climáticas, las cuales relacionan 

con aspectos socioeconómicos, emisiones de gases de efecto invernadero y 

aerosoles asociados (Pérez, 2019). 

Existen un sinfín de MCG, empleados en la proyección del clima para el futuro, tales 

como: CCSM4 (Community Climate, System Model versión 4), HadGEM2-AO 
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(configuración del modelo HadGEM2) y MIROC5 (Modelo de investigación 

interdisciplinaria sobre el clima, tomando como base a MIROC3.2); el modelo 

CCSM4 o modelo del sistema climático comunitario, es un modelo climático creado 

en 1983 para simular el sistema climático de la Tierra, disponible de manera gratuita 

para la comunidad científica; compuesto por cinco modelos separados que se 

asemejan a la atmósfera, océano, tierra, hielo terrestre y el hielo del mar 

(Danabasoglu et al., 2012). A diferencia del modelo CCSM4, HadGem2-AO, además 

de ser una simulación atmosférica, contempla componentes del sistema terrestre, 

tales como ciclo de carbono terrestre, oceánico y la química troposférica, con 

consideraciones ambientales en la vegetación terrestre y carbono representados de 

forma dinámica (TRIFFID), simulado la cobertura arbórea y balance de carbono de 

cinco tipos distintos de vegetación (Collins et al., 2011). 

MIROC5 es un modelo de circulación general que emplea tres distintos modelos de 

componentes: modelo de componentes oceánicos del CCSR, modelo de hielo 

marino y modelo terrestre que incluyen los modelos de ríos.; dicho modelo fue 

creado por el Centro de Investigación del Sistema Climático (CCSR), Universidad 

de Tokio, Instituto de Estudios Ambientales (NIES) y la Agencia japonesa para la 

ciencia y tecnología de la tierra (Watanabe et al., 2010) 

La comprensión acerca de la modificación del clima, permitirá visualizar y realizar 

estimaciones de proyecciones climáticas al emplear algoritmos matemáticos para la 

simulación del sistema climático de la tierra, que relacionan aspectos 

socioeconómicos, emisiones de gases de efecto invernadero y aerosoles 

asociados, para ello es necesario usar los modelos de circulación general (Pérez, 

2019). 
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2.5. Escenarios de cambio climático 

 

Los escenarios de cambio climático son una representación plausible y resumida 

del clima futuro, con bases en datos meteorológicos actuales y pasados (IPCC, 

2019). Dichos escenarios describen la afectación de los balances de radiación 

respecto a los gases de efecto invernadero (GEI), considerando parámetros 

relacionados con el suelo y la cubierta de la tierra y para ello el IPCC (2019) definió 

cuatro escenarios de emisión caracterizados por el forzamiento radiativo total para 

un año en específico, lo cual permite saber el nivel de cambios en la composición 

de la atmósfera, además de los niveles de aporte de entrada y salida de radiación 

en watts metro -2 (W m -2) en diferentes cantidades de gases activos radiativos (Moss 

et al., 2010). 

Las trayectorias 2.6 RCP comprenden un escenario donde se asume emisiones 

globales anuales de GEI de ~ 3 W m -2, con valores máximos entre 2010 a 2020, 

con tendencia a disminuir en los años venideros, con esfuerzos en mitigación que 

conducen a un nivel de forzamiento muy bajo (Moss et al., 2010; IPCC, 2019).  

Tanto el RCP 4.5 y 6.5 son referidos como escenarios de estabilización, donde el 

RCP 4.5 refiere a forzamientos radiativos de ~ 4.5 W m -2, con valores máximos al 

2040 para posteriormente disminuir, mientras que para el RCP 6.5 sus valores 

máximos serán para 2080 y a partir de ese punto habrá una reducción (Moss et al., 

2010; IPCC, 2019). 

Para el RCP 8.5 el forzamiento radiativo considerado, es de ~ 8.5 W m -2, con 

emisiones que aumentarán durante el próximo siglo (Moss et al., 2010; IPCC, 2019).  

2.6. Variables Climáticas 

 

Las variables climáticas son medidas cuantitativas que describen las condiciones 

meteorológicas en una determinada ubicación y período de tiempo (Busby, 1986). 

Estas variables incluyen, entre otras, la temperatura del aire, la precipitación, la 

humedad relativa, la velocidad y dirección del viento, la radiación solar y la presión 

atmosférica (Hijmans et al., 2005). Los valores de esas variables se basan en 
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conjuntos de observaciones de estaciones meteorológicas y modelos climáticos, 

que proporcionan información detallada sobre las variables climáticas a una 

resolución espacial de 1 km y 30 segundos (Fick & Hijmans, 2017; Hijmans et al., 

2005). 

2.7.  Modelos de Predicción 
 

Los modelos de predicción son instrumentos estadísticos que funcionan base a 

variables de interés que evalúan los niveles de afectación de presencia o ausencia, 

logrando explicar de manera lógica y matemática dicha relación, contando con 

variables dependientes e independientes, siguiendo una estructura de ponderado x 

predictor en la mayoría de estudios: resultado = ponderación1 x predictor1 + 

ponderación2 x predictor2 + … ponderaciónn x predictorn (Núñez et al., 2011). 

Es necesario la exploración de diversos modelos que obliguen una elección del 

mejor modelo que mejor se relacione con la realidad y contemple aspectos teóricos 

que ayude a aplicar de manera adecuada los modelos estadísticos (Guerra et al., 

2003). 

Guerra et al. (2003) y Núñez et al. (2011) consideran parámetros explicativos y 

dinámicos en la selección de modelos estadísticos de predicción debe, tales como: 

método de ajuste, error estándar de los estimadores, coeficientes de variación de 

los estimadores, límites de confianza, test de redundancia de los parámetros, 

análisis de varianza relacionado con el modelo, coeficientes de determinación (R2 y 

R2 ajustada), error estándar de estimación, análisis de efecto de transformación en 

el modelo, diagnóstico y tratamiento de la multicolinealidad, validación de las 

predicciones y análisis residuales. 

 

 

 

2.8. Influencia del Cambio Climático en la captura de Carbono 
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Con el aumento de las emisiones de GEI, la vulnerabilidad de los bosques respecto 

al cambio climático se ha ido evidenciando, reflejado en la modificación de absorción 

del carbono, lo que compromete la captura y almacenamiento de los principales 

ecosistemas mediadores de carbono (bosques tropicales y templados), donde 

actividades como la deforestación y el cambio de uso del suelo juegan un papel 

importante (Benjamín & Masera, 2001). 

Actualmente, la alteración de las variables climáticas respecto al cambio climático 

afecta negativamente a la captura de carbono, con una disminución en los registros 

de captura de carbono (Vieilledent et al., 2016). 

La importancia de la captura del carbono recae en su influencia en los procesos de 

desarrollo de los ecosistemas, que forman parte de un ciclo entre los bosques, el 

carbono y la atmósfera, por lo que es necesario la protección, monitoreo y 

contribución de las tendencias de las diferentes reservas del carbono en los distintos 

ecosistemas en adaptación al cambio climático (Benjamín & Masera, 2001; Carroll 

& Ray, 2021). 

Vieilledent et al. (2016) utilizaron modelos con variables bioclimáticas (temperatura 

y precipitación) para proyectar cambios en la distribución del carbono en los 

bosques de Madagascar bajo diferentes escenarios climáticos que indican la 

disminución en la cantidad de carbono almacenado en los bosques de la región, 

además de que las principales correlaciones encontradas en el estudio fue la 

cantidad de carbono almacenado en los bosques y la precipitación anual, donde 

áreas con mayores precipitaciones tienden a tener mayores niveles de carbono 

almacenado en los bosques (Vieilledent et al., 2016). 

Además, dichos autores encuentran que la temperatura media anual también tuvo 

un impacto en la cantidad de carbono almacenado en los bosques, con menor 

carbono almacenado en áreas frías (Vieilledent et al., 2016). Los resultados a nivel 

general indican que la mayoría de las áreas de bosque en Madagascar 

experimentarán una disminución en el carbono almacenado debido al cambio 

climático, con una reducción promedio 15 % en el carbono almacenado en 2080 en 

comparación con las condiciones actuales Vieilledent et al. (2016). 
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Sun et al. (2016) al evaluar la proyección del stock del carbono para el Tíbet, 

encuentran resultados similares a los de Vieilledent et al. (2016). Sun et al. (2016) 

reportaron que la precipitación tuvo influencias positivas en la acumulación de 

carbono, en contraste, la temperatura anual tuvo una influencia negativa, 

encontrando que áreas de mayor altitud y áreas más húmedas - cálidas hay una 

mayor variación en los stocks de carbono, dado que la temperatura juega un papel 

importante en el desarrollo del árbol (Li et al., 2022). 

Para 2050 en el Tíbet, se espera una disminución del 32 %, este resultado es 

alarmante, ya que, los bosques del Tíbet son importantes sumideros de carbono y 

su degradación puede contribuir significativamente al cambio climático; pues la 

región del Tíbet es una zona de alta biodiversidad y los bosques albergan una gran 

cantidad de especies endémicas (Sun et al., 2016).  

Contrario a estos dos anteriores estudios, Li et al. (2022) al estimar la biomasa aérea 

forestal, mostraron que la temperatura es la variable climática más importante para 

la estimación de la biomasa aérea forestal, seguida de la precipitación. Además, se 

encontraron que la biomasa aérea forestal está fuertemente relacionada con la 

cobertura del suelo y la topografía, lo que indica que estas variables también deben 

tenerse en cuenta en la estimación de la biomasa forestal.  

Respecto a los dos RCP sometidos, en el escenario RCP 2.6, la disminución será 

menor (alrededor del 5 %) en comparación con el escenario RCP 8.5, donde la 

disminución puede ser de hasta el 25 % de la biomasa aérea (Li et al., 2022). 
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3. MATERIALES Y MÉTODOS  
 

3.1.   Área de estudio 
 

El estudio se realizó en las selvas del sureste de México (Rzedowski, 2006), 

ubicadas entre las coordenadas 97° y 87° longitud Oeste y 16° a 22° latitud Norte, 

compuesta principalmente por bosques tropicales caducifolios, subcaducifolios y 

perennifolios. El clima es tipo Aw (cálidos subhúmedos) y Am (cálidos húmedos) 

(Trejo-Vázquez, 1999) registrando precipitaciones de 600 a 4000 mm (CONABIO, 

2023) con temperaturas entre los 22 y 26 °C (Trejo, 1999; Avendaño et al., 2021). 

3.2. Carbono total  

Los datos de carbono total empleados para este estudio fueron los reportados por 

(Arasa-Gisbert, 2017). La información es proveniente de muestreos sistemáticos del 

INFyS (2009 - 2021). El cálculo de carbono aéreo, subterráneo y por sumatoria de 

ambos, el carbono total, en cada sitio, se obtuvo en base a las ecuaciones 

alométricas publicadas, basadas en diámetro normal y altura total (Arasa-Gisbert, 

2017).  

3.3. Variables Bioclimáticas 

Las variables bioclimáticas actuales, empleadas para la predicción del carbono total, 

fueron desarrolladas por Ficks y Hijmans (2017), descargadas de 

https://www.worldclim.org/data/worldclim21.html (Tabla 1). Las variables son 

derivadas de promedios de temperatura y precipitación de 47, 554 estaciones 

meteorológicas de 194 países del periodo de 1950 al 2000 (Hijmans et al., 2005), 

siendo un total de 19 capas digitales a una resolución de 30 segundos de arco (0.86 

km2).  

https://www.worldclim.org/data/worldclim21.html
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Tabla 1. Variables bioclimáticas utilizadas en la construcción del modelo de 
predicción de carbono total 

Variable  Descripción 

Bio 1 Temperatura Promedio Anual (°C) 

Bio 2 Rango Diurno Promedio (°C) 

Bio 3 Isotermalidad (°C) 

Bio 4 Estacionalidad de la Temperatura (C.V.) 

Bio 5 Temperatura Máxima del Mes más Cálido (°C) 

Bio 6 Temperatura Mínima del Mes más Frio (°C) 

Bio 7 Rango Anual de Temperatura (°C) 

Bio 8 Temperatura Promedio del Trimestre más Lluvioso (°C) 

Bio 9 Temperatura Promedio del Trimestre más Seco (°C) 

Bio 10 Temperatura Promedio del Trimestre más Cálido (°C) 

Bio 11 Temperatura Promedio del Trimestre más Frío (°C) 

Bio 12 Precipitación Anual (mm) 

Bio 13 Precipitación del Mes más Lluvioso (mm) 

Bio 14 Precipitación del Mes más Seco (mm) 

Bio 15 Estacionalidad de la Precipitación (C.V.) 

Bio 16 Precipitación del Trimestre más Lluvioso (mm) 

Bio 17 Precipitación del Trimestre más Seco (mm) 

Bio 18 Precipitación del Trimestre más Cálido (mm) 

Bio 19 Precipitación del Trimestre más Frío (mm) 

 

3.4. Limpieza de los datos y regionalizacion bioclimática del área de 

estudio 
 

La limpieza de los datos, se realizó a traves de análisis de componentes principales 

(ACP) en las librerías “FactoMineR” (Lê et al., 2008), “Factoshiny” y “factoextra” 

(Kassambara & Mundt, 2020; Vaissie et al., 2021) para ello, a cada sitio, se 

extrajeron los valores de las Bios y altitud 

(https://www.inegi.org.mx/app/geo2/elevacionesmex/), para su análisis en forma 

estandarizada, generando una elipse al 95 %, los datos (sitios) fuera de ella, fueron 
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eliminados. En una exploración preliminar se observó alta variabilidad climática en 

el área de estudio, por lo que se procedió a regionalizar para mejorar las 

predicciones del carbono total. La regionalización se derivó del ACP, al utilizar los 

valores de la primera dimensión, y generar isolíneas en un SIG, en valores 3.  

3.5. Generación y validación de los modelos 

 

Para la selección del mejor conjunto de predictores del carbono total en cada region, 

se utilizaron tres procedimientos; stepwise, algoritmo exhaustivo y algoritmo 

genético, con apoyo de la librería “glmulti” (Calcagno, 2020). Se probaron distintas 

transformaciones de las variables, tales como: logarítmica, raíz, exponencial y en 

caso de ser necesario, transformación Box-Cox.  

Para generar el modelo en cada región, los datos fueron separados en dos 

conjuntos de “entrenamiento” y “validación”; para ello, se utilizó la librería “caret” 

(Kuhn, 2022) la cual aleatoriza por cuantiles. Se utilizó esta misma librería, el 

modelo fue entrenado con 80 % de los datos, a través de machine learning (ML), 

con la técnica de bootstrap (25 repeticiones). De cada modelo generado, se verificó 

el cumplimiento de: normalidad (Kolmogorov-Smirnov), homogeneidad (Breusch-

Pagan), independencia (Durbin-Watson) y no multicolinealidad (factor de inflación 

de varianza). La validación del modelo (20 %), se realizó usando cuatro métodos: 

a) Leave One Out Cross-Validation, b) k-fold validation (10 folds), c) repeated CV 

(10 folds, 10 repeticiones) y d) Validación cruzada (Bootstrap, 100 repeticiones), que 

calculó el coeficiente de determinación (R2), error cuadrático medio (RMSE) y el 

error medio absoluto (MAE). 

3.6. Predicciones de carbono actual 
 

Con el modelo generado en cada región, se realizaron predicciones de carbono 

total, en el área de estudio (ecorregión), para después realizar una interpolación en 

ArcMap, con uso de la técnica de krigging. 
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3.7. Escenarios de carbono total al 2050 
 

Para predecir el carbono total al 2050 se utilizaron tres distintos modelos de 

circulación general, MCG (CCSM4, HadGEM-AO y MIROC5) obtenidos de 

https://www.worldclim.org/data/cmip6/cmip6climate.html del periodo de 2041 - 2060 

(Taylor et al., 2012). Las bios elegidas por el algoritmo, en cada región, fueron 

descargadas de cada MCG y promediadas. Después se obtuvieron los valores 

nuevamente a cada sitio y con ello, se aplicó la ecuación de cada región para hacer 

las predicciones de carbono total al 2050. En este estudio, se evaluaron dos 

escenarios climáticos: moderado, RCP 45 (~4.5 W m -2) y drástico, RCP 85 (~8,5 W 

m-2).  

Las predicciones de carbono al 2050, en cada región y de cada escenario climático, 

fueron interpoladas en ArcMap con la técnica de krigging y por álgebra de rasters 

se calcularon las diferencias de carbono con respecto al escenario actual. 
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4. RESULTADOS Y DISCUSIÓN  

 

Los resultados muestran que los componentes 1 y 2 del ACP, explicaron 61.8 % de 

la varianza (38.8 y 23.1 % respectivamente), conformado tres grupos de variables 

bioclimáticas (Fig. 1a), que disminuye gradualmente la varianza explicada en cada 

componente (Fig. 1b), con la variable de temperatura, Bio 6 (Temperatura Mínima 

del Mes más Frío), la de mayor contribución (11.8 %), seguida de Bio 7 (8.89 %) y 

Bio 11 (8.35 %), en la dimensión 1 (Fig. 1c). 

 

Figura 1. Círculo de correlación (a), varianza explicada por cada componente (b) y 

contribución de las variables Bioclimáticas en el Análisis de Componentes 

Principales (c), realizado para la regionalización de las selvas del sureste de México. 

Los eigenvalores de PCA 1 dieron origen a tres regiones bioclimáticas, 

denominadas I, II y III, con una superficie de 103,043, 94,986 y 36, 938 km2 

respectivamente (Figura 2c). De los 1,493 sitios registrados en selvas con 915, 496 

y 62 para las regiones I, II y III. López-Díaz et al. (2022) generaron biozonas en 

referencia a sus variables Bioclimáticas en regiones áridas y semiáridas, en 

a) 
b) 

c) 
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contraste Ruíz-Corral et al. (2016), emplearon valores climáticos de 11 modelos de 

circulación general para generar biozonas en los diferentes ecosistemas de México. 

 

Figura 2. Ubicación del área de estudio en el contexto global (a), nacional (b) y 

regiones bioclimáticas (c) generadas a través de análisis de componentes 

principales. Círculos en negro representan los sitios de muestreo del INFyS. 

Los tres algoritmos seleccionaron las mismas variables bioclimáticas (de 

precipitación para la región I; y de precipitación y temperatura en las regiones II y 

III), todas estadísticamente significativas (Tabla 1). Khan et al. (2019) en su estudio 

de predicción de carbono de la biomasa del tallo en especies de Larix gmelinii 

(Rupr.) Rupr. y Betula platyphylla Sukaczev en las montañas de Mongolia, las 

variables de temperatura mínima, máxima y media y precipitación presentaron una 

R2 del 0.67 para la precipitación, 0.64 en la temperatura máxima, 0.50 para la 

mínima y 0.31 para las temperaturas medias. En este estudio, entre 8 % (Región I) 

a) b) 

I 

III 

II 
c) 
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y 18 % (Región III) del carbono total en las selvas es explicado en su totalidad por 

variables bioclimáticas.  

En bosques/selvas, la relación entre precipitación y biomasa total, muestran 

relaciones lineales y no lineales (R2 > 0.90), con valores constantes en caso que la 

precipitación y/o la biomasa aumente (Paz Pellat & Díaz-Solís, 2018). Algunos 

autores (Epstein et al., 1997; Burbano, 2018; FAO, 2019) encontraron que la 

temperatura fue una variable con importante influencia en la biomasa y/o carbono 

total, con correlaciones altas (R2 > 0.50) en los ecosistemas (incluidos bosques 

tropicales) y suelos del mundo. 

El supuesto de normalidad (p > 0.05) solo se cumplió en la región III (Tabla 2, Figura 

3), no así para las regiones I y II; no obstante, por la teoría de los grandes números, 

que expresa que “a medida que el tamaño de la muestra aumenta, la media de la 

muestra se acerca a la media de la población”, denotada por: ( lim
𝑛→∞

1

𝑛
∑ 𝑋𝑖 = 𝜇𝑛

𝑖=1 ), 

asegura que el valor del estimador se aproxime al parámetro. El supuesto de 

homogeneidad de varianza (p > 0.05) fue cumplido en los tres modelos (Tabla 2 y 

Figura 3). Los residuales de los modelos en la región I y II fueron dependientes (p < 

0.05); es decir; existió una correlación espacial entre los sitios del INFyS, pero, no 

se eliminaron lo cual evitó disminuir el tamaño de muestra. Sin embargo, al no 

tratarse de series de tiempo, el modelo fue adecuado.  

Las variables predictivas en el modelo de la región III presentaron correlaciones de 

nulas a moderadas (5 > VIF < 10), en el resto de las regiones, las variables 

predictivas se presentan independientes (Fig. 3). Los modelos en cada región, 

garantizaron lo estipulado por Montgomery et al. (2012), eficiencia y robustez en las 

predicciones.  
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Los modelos que predijeron el carbono total en cada región de las selvas del sureste 

de México quedaron de la siguiente manera: 

Región I:  𝐿𝑛 (𝑌) =  𝛽0 + ( 𝛽1 ∗  Bio 15) + ( 𝛽2 ∗  Bio 17 ) + ( 𝛽3  ∗  Bio 12)   Ec.  (1) 

Región II: (𝑌0.541) =  𝛽0 + ( 𝛽1 ∗  Bio 4) + ( 𝛽2 ∗  Bio 18 ) + ( 𝛽3  ∗  Bio 19)  Ec. (2) 

Región III: (𝑌0.097) =  𝛽0 + ( 𝛽1 ∗  Bio 3) + ( 𝛽2 ∗  Bio 11 ) + ( 𝛽3  ∗  Bio 18)  Ec. (3) 

Tanto Zárate-Razo et al. (2013) y Cuenca et al. (2014) hacen uso de la 

transformación logarítmica en sus trabajos de predicción del carbono, mientras que 

las transformaciones Box Cox, están como buenas alternativas en trabajos de 

predicción dasonómicos (Fischer, 2016). Por lo que el uso de dichas 

transformaciones se justificó 

Tabla 2. Coeficientes de regresión y estadísticas de ajuste de los modelos para 

predecir el carbono total en tres regiones de selvas del sureste de México. 

Región Coef. Est. S.E T- Value Pr(>|t|) R2 KS BP D-W 

I              
 (n = 915) 

β0 6.427 0.337 19.076 < 2e-16  

0.08 0.001 0.306 < 0.01 
β1 (Bio 15) -0.048 0.006 -8.707 < 2e-16  

β2 (Bio 17) -0.022 0.002 -9.293 < 2e-16  

β3 (Bio 12) 0.002 0 7.322 5.35E-13 

II                       
(n = 496) 

β0 13.749 1.087 12.65 < 2e-16  

0.10 0.013 0.144 < 0.01 
β1 (Bio 4) -0.042 0.006 -6.821 2.65E-11 

β2 (Bio 18) 0.008 0.002 4.541 7.06E-06 

β3 (Bio 19) -0.006 0.002 -2.298 0.022 

III                      
(n = 62) 

β0 2.137 7.03E-01 3.041 0.004 

0.18 0.4 0.624 0.453 
β1 (Bio 3) 0.03 1.02E-02 2.975 0.004 

β2 (Bio 11) -0.106 5.30E-02 -2.01 0.049 

β3 (Bio 18) 0.0001 9.27E-05 -1.782 0.08 

Donde:  𝛽0,  𝛽1 𝑦  𝛽3 = son los coeficientes de regresión. S.E = error estándar. R2 = 

coeficiente de determinación. Los valores de las columnas KS, BP y D-W, 

representan el valor de p de la prueba de normalidad (Kolmogorov-Smirnov), 

homogeneidad de la varianza (Breusch Pagan) e independencia (Durbin Watson). 
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Al igual que Liu et al. (2013), su estudio en bosques tropicales y subtropicales, la 

relación entre las variables temperatura y precipitación con respecto al carbono de 

la biomasa fue de tipo lineal positivo, con valores de R2 inferiores a 25 %. De las 

variables bioclimáticas elegidas en las tres regiones, el 77.7 % correspondieron a 

precipitación y el resto a temperatura. Los resultados de este estudio demostraron 

que, no existe un patrón claro, ya que las variables bioclimáticas y el carbono total 

se correlaciono positiva y negativamente (Fig. 4).   

 

Figura 3. Análisis de residuales de los modelos para predecir carbono total en las 

selvas del sureste de México: arriba región I, en medio región II y abajo región III. 

d) 

a) c) 

e) 

b) 

f) 

g) h) i) 
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La regionalización bioclimática sirvió para eliminar la posible heteroscedasticidad en 

los modelos. Zhang et al. (2022), hicieron uso de un ajuste ponderado con variables 

de precipitación y temperatura para eliminar este efecto, en la predicción del 

carbono total en una plantación de coníferas. Para reducir los problemas de 

colinealidad en la cuantificación de la biomasa total y aérea en los bosques de 

China, He et al. (2022), hicieron uso de categorizar en tres distintos modelos. 

Hernández-Stefanoni et al. (2021) demostraron que la evapotranspiración, el déficit 

hídrico y la precipitación pueden servir como buenos predictores de carbono total 

en selvas, explicando en promedio (R2) 29 %, con un RMSE de 33 y 38 %, la 

influencia de las variables climáticas con respecto al carbono fue de 8, 10 y 18 %. 

Los intervalos de predicción de carbono total de este estudio fueron más estrechos 

en la región I y más amplios hacia la región III (Fig. 4). Estos resultados coinciden 

con lo establecido por Paroshy et al. (2021), a nivel mundial, ya que los autores 

reportaron correlaciones de almacenes de carbono en ocho tipos de biomas, entre 

ellos selvas tropicales, tanto positivas como negativas, con respecto a las variables 

de temperatura y precipitación, con R2 de 0.013 y 0.055, valores similares a este 

estudio.  

Los resultados reportados por He et al. (2022), al incluir variables climáticas en sus 

modelos de predicción de biomasa aérea para plantaciones de alerces, 

disminuyeron la incertidumbre de los modelos, asimismo, reportaron que el 

porcentaje de influencia, ronda en 98 % (Luo et al., 2017; He et al., 2022). 
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Figura 4. Influencia de las variables bioclimáticas para predecir el carbono de las 

selvas del sureste de México. 

Los resultados demostraron que si el modelo generado en las regiones I y II, se 

aplica a diferentes tamaños de muestra (100 – 50), existen suficientes elementos 

para rechazar las hipótesis nulas 𝐻𝑜: 𝛽𝑗 = 0 (𝛼 = 0.05), de cada coeficiente de 

regresión de la correspondiente variable independiente (𝑥𝑗) y el ajuste (R2) sería 

similar (Tabla 3). En la región III, si n disminuye, los coeficientes de regresión serían 

estadísticamente significativos al 90 % de confiabilidad. El análisis anterior 

demuestra que el modelo generado en este estudio no es aleatorio. 
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Tabla 3. Valores de probabilidad de los coeficientes de regresión en los modelos de 

las tres regiones, a diferentes tamaños de muestra. 

Región C.F. 
Tamaño de muestra (%) 

�̅�  Coef. �̅�  de D.E 
100 90 80 70 60 50 

I 

β0 < 2e-16  < 2e-16  < 2e-16 < 2e-16 < 2e-16 < 2e-16 6.503 3.524 

β1 (Bio 15) < 2e-16  < 2e-16  1.13E-14 1.17E-15 5.11E-10 2.01E-11 -0.050 -1.446 

β2 (Bio 17) < 2e-16 < 2e-16 4.64E-16 < 2e-16 6.26E-11 7.33E-11 -0.022 -1.546 

β3 (Bio 12) 5.35E-13 5.62E-13 5.91E-11 7.23E-13 1.12E-06 3.38E-06 0.002 1.221 

R2 0.087 0.087 0.086 0.102 0.075 0.098     

II 

β0 < 2e-16 < 2e-16 < 2e-16 < 2e-16 < 2e-16 2.54E-13 13.741 1.318 

β1 (Bio 4) 2.65E-11 5.49E-11 3.83E-10 1.34E-07 2.95E-05 2.29E-04 -0.040 0.007 

β2 (Bio 18) 7.06E-06 2.92E-05 1.14E-04 3.92E-04 9.11E-03 1.22E-02 0.007 0.002 

β3 (Bio 19) 0.022 4.24E-02 2.96E-02 1.24E-02 3.65E-02 0.124  -0.006 0.003 

R2 0.100 0.109 0.107 0.097 0.068 0.053     

III 

β0 0.004 2.40E-02 7.21E-03 0.013 0.188 0.830 1.587 0.893 

β1 (Bio 3) 0.004 0.0233 0.02458 0.036 0.626 0.763 0.019 0.013 

β2 (Bio 11) 0.049 0.1702 0.102 0.141 0.912 0.327 -0.050 0.069 

β3 (Bio 18) 0.080 0.087 0.04298 0.024 0.050 0.043 -2.13E-04 1.05E-04 

R2 0.180 0.177 0.172 0.194 0.097 0.314     

C.F = Coeficientes, �̃� Coef = Promedio de los coeficientes, �̃� de D.E = Promedio de 

la desviación estándar. 

Acorde a la prueba de jacknife, en las selvas, las tres variables predictivas (Bio 15, 

Bio 17 y Bio 12) en la región I, tuvieron la misma importancia (100 %). En la región 

II, Bio 18 y Bio 4 fueron las más importantes con 100 %. En la región III, Bio 3 

representó el 100 % el resto, Bio 11 y Bio 18 no superan el 75 % (Figura 5). Con 

menor porcentaje de importancia que la región III, Mathews-Saldaña, (2012) en la 

estimación de biomasa en selvas, registró importancias con la temperatura de 7 % 

y de 10 a 54 % para la precipitación, mientras que Sun et al. (2021), en sus estudios 

de predicción de carbono aéreo en humedales costeros, registraron de 5 a 12 % de 

importancia de la temperatura media anual y precipitación, dicha importancia 

relativa de cada variable independiente se calculó con funciones de ponderación 

base a sus coeficientes de regresión. 
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De las 19 variables evaluadas por Li et al. (2022) en bosques subtropicales en la 

cuantificación de la biomasa aérea, tres de nuestras variables climáticas estuvieron 

entre sus seis primeras de variables con mayor importancia (Bio 18, 19 y 17), con 

las que se calculó la contribución fraccionaria y el número relativo de veces que se 

utiliza una característica en los árboles. 

 

Figura 5. Importancia de las variables en la predicción de carbono de las selvass 

del sureste de México, determinada a través de la prueba de jacknife, en la región I 

(a), II (b) y III (c). 

La validación de los modelos para predecir carbono total en las selvas de México, 

demostró, que independientemente del método, las predicciones que se realicen 

con datos que jamás vio el modelo) serán adecuadas, incluso mejor, ya que el valor 

de R2 (de validación/realístico) superó al coeficiente obtenido en el entrenamiento 

del modelo, en especial en la región III (Tabla 4). Snee, (1977) y Arboretti & Salmaso, 

(2003) mencionan que es indispensable el uso de los datos independientes para la 

validación de los modelos, acorde con lo hallado en este trabajo. A diferencia de 

Bennett et al. (2020) en la predicción de biomasa de los bosques y sabanas que 

solo usó cross-validation, en este estudio se utilizaron cuatro distintos métodos de 

validación. 

 

a) b) c) 
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Tabla 4. Validación de los modelos de predicción de carbono, de cada región en 
selvas del sureste de México.  

Región Validación Set n R2 RMSE MAE 

I 

 Entrenamiento 915 0.08 0.69 0.49 

 (LOOCV) Validación 180 0.04 0.67 0.52 

 (Cross-Validation) Validación 180 0.19 0.57 0.52 

Repeatedcv Validación 180 0.12 0.66 0.52 

Bootstrap Validación 180 0.06 0.67 0.52 

II 

 Entrenamiento 496 0.10 2.69 1.93 

 (LOOCV) Validación 96 0.05 2.67 2.17 

 (Cross-Validation) Validación 96 0.29 2.17 2.16 

Repeatedcv Validación 96 0.17 2.62 2.15 

Bootstrap Validación 96 0.08 2.68 2.19 

III 

 Entrenamiento 62 0.18 0.22 0.07 

 (LOOCV) Validación 12 0.04 0.13 0.10 

 (Cross-Validation) Validación 12 0.18 0.10 0.10 

Repeatedcv Validación 12 0.32 0.11 0.10 

Bootstrap Validación 12 0.37 0.16 0.14 

Donde: LOOCV = Leave One Out Cross- Validation, Cross- Validation = K-fold 

validation, RMSE = Desviación Estándar de los valores residuales, MAE = Error 

Absoluto Medio y Modelo Fit = Modelo con datos originales.  

Captura de carbono total 

El carbono total estimado con variables bioclimáticas, varió desde 17.42 (región III) 

hasta 82.82 tC ha-1 (región II), lo cual fue 32 tC ha-1 menos que lo estimado por 

Hernández-Stefanoni (2021) en las selvas de México, lo cual se explica por el tipo 

de variables utilizadas (Pretzsch & Dieler, 2012; Fayolle et al., 2016), pues dichas 

ecuaciones fueron desarrolladas para especies y lugares específicos, lo cual arroja 

alta incertidumbre (Jenkins et al., 2003; Temesgen et al., 2015). 

En promedio, la región II registró los mayores almacenes de carbono (50.96 tC ha-

1), con rangos desde 17.42 hasta 67.00 tC ha-1, mientras que en la región I se 
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estiman 43.93 tC ha-1 (Fig.6). La parte sur de cada región registró los mayores 

almacenes de carbono, contrario a lo que ocurrió en la parte norte (Fig. 6).   

Paz-Pellat et al. (2020) resaltan que desde el periodo 2004 - 2012 se registró una 

disminución del carbono de la biomasa aérea en los bosques tropicales de México, 

yendo desde 66 hasta 48 Mg ha-1.  

 

Figura 6. Carbono total (tC ha-1) estimado con variables bioclimáticas en las selvas 

del sureste de México. 

La estimación del carbono total actual de este estudio, empata con lo reportado por 

Cartus et al. (2014) en los bosques y selvas de Yucatán y Campeche. Dichos 

autores indican que, en México, la biomasa aérea en bosques tropicales se 

mantiene con valores encima de las 50 tC ha-1. Los bosques templados de Chiapas, 

registraron acumulaciones de carbono de 46.71 tC ha-1 (Aryal et al., 2018); 

I 

II 

III 
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acumulaciones inferiores a la región II (50 tC ha-1) y superiores a las regiones I y III 

que reporta este estudio. 

Poorter et al. (2015) estimaron para los bosques tropicales del Sur de América, un 

secuestro potencial de 8.48 Pg C para los próximos 40 años (2008 - 2048); los 

autores encontraron que México, fue el tercer país con mayor potencial de 

almacenamiento de carbono en un 95.1 %, resultados que, se verán en deceso 

considerando los resultados predichos para 2050 en ambos escenarios. 

Variables como la altitud, tiene influencia en la captura de carbono de la vegetación 

con patrones impulsados de variables climáticas (precipitación y temperatura); 

casos como Cai et al. (2020) muestran que, a mayor desplazamiento altitudinal, el 

almacenamiento del carbono irá en aumento. Al igual que dichos autores, en esta 

investigación, a mayores elevaciones altitudinales, el almacenamiento del carbono 

total se encontró con valores por encima de 55 tC ha-1, con rangos de 56.66 – 82.82 

tC ha-1 en las altitudes mayores o iguales a 400 msnm. 

Captura de carbono total bajo escenarios 4.5 y 8.5 para 2050 

Según los modelos generados para el 2050 se estimaron pérdidas promedio desde 

-2.67 tC ha-1 (5.42 %) en la región II bajo escenarios climáticos moderados (RCP 

4.5) y de hasta -5.42 tC ha-1 (10.61 %) ante un posible escenario drástico (RCP 8.5). 

No obstante, se predicen ganancias promedio del carbono total en la región I desde 

4.49 hasta 15.01 tC ha-1, lo cual representaron del 10 al 34.16 % en escenarios 

moderados y drásticos.  

En comparación, Sun et al. (2016) en su estudio para los bosques templados del 

Tibet, estimaron pérdidas del 38.8 tC ha-1 de carbono total para 2050. Vieilledent et 

al. (2016) registraron pérdidas en las reservas de carbono total del 8 y 17 % para 

2050 y 2080 en los bosques tropicales de Madagascar. Li et al. (2022) registró 

pérdidas en la captura de biomasa aérea de 5 a 25 % en escenarios 2.6 y 8.5, 

pudiendo predecir a la par la edad, altura y diámetro, al emplear siete modelos de 

circulación general: ACCESS 1.0, CCSM4, GISS-E2-R, HadGEM2-ES, IPSL-
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CM5ALR, MIROC5 y NorESM1-M, de los cuales, dos fueron utilizados para este 

estudio.  

En la región III, al 2050 se estimaron pérdidas significativas de carbono desde 36.22 

tC ha-1 (RCP 4.5) hasta 37.29 tC ha-1 (RCP 4.5) lo que representa -82 % en algunos 

sitios, lo que representa que sea la región la más vulnerable (Fig. 7b). Para una 

recuperación de entre 30 y 60 % de la biomasa, es necesario un tiempo de espera 

sin perturbaciones de 20 años (Poorter et al. 2015) situación imposible ante 

escenarios económicos, antropogénicos y climáticos.  
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Figura 7. Diferencias de carbono total (tC ha -1) del 2050, con respecto al carbono 

actual, estimado con variables bioclimáticas en las selvas del sureste de México, en 

un escenario climático moderado, RCP 4.5 (arriba) y drástico, RCP 8.5 (abajo). 

I 

II 
III 

II 
III 

a) 

b) 
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Figura 8. Comparación de grupos de las variables bioclimáticas en diferentes 

escenarios climáticos que estiman el carbono total en las selvas del sureste de 

México. Región I (arriba), región II (medio) y región III (abajo). Cajas en color azul 

representa precipitación, cajas en rojo representan temperatura. Líneas 

horizontales con el símbolo *, representan la significancia estadística según la 

prueba no paramétrica de Wilcoxon.

I 
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La cantidad de lluvia es una condición que influye de manera directa en los 

controladores de almacén del carbono de bosques tropicales, donde, en dado caso 

la precipitación sufriera una disminución del 50 %, las existencias de carbono 

pueden reducirse en 20 % en bosques tropicales (Fischer et al., 2014; Paz-Pellat et 

al., 2020). Los resultados demostraron que existieron diferencias en las medias de 

los rangos de cada variable bioclimáticas, del escenario actual con respecto a los 

escenarios RCP 4.5 y 8.5 (sección b, Tabla 6) lo que quedó de la siguiente manera:  

Región I. decremento de: 1.8 % en Bio 15 (RCP 4.5); disminuciones de 12.36 mm 

(14.9 %) en el escenario drástico (RCP 8.5) en Bio 17 y de 26.35 mm (2.3 %) en Bio 

12 (RCP 4.5). 

Región II. Bio 4, disminución de 4.6 y 2.3 % (RCP 4.5 y RCP 8.5) respectivamente. 

Disminución de 46.75 y 67.57 mm en Bio 18, equivalente a 11.0 y 15.9 % (RCP 4.5 

y RCP 8.5), respectivamente. Aumento de 26.31 y 17.37 mm (15.9 y 10.5 %) en Bio 

19 ante un RCP 4.5 y 8.5, en dicho orden. 

Región III: decremento de 10.8 % (RCP 4.5) en Bio 3, aumento de 0.92 y 1.29 °C 

en Bio 11, correspondiente a 4.1 y 5.7 % (RCP 4.5 y RCP 8.5), pero disminución de 

192.93 y 189 mm en Bio 18, lo que correspondió a 29.5 y 29.0 %, en los escenarios 

4.5 y 8.5 correspondientemente. 



30 

 

Tabla 5. Estadísticas descriptivas de las variables bioclimáticas, por región y en diferentes escenarios climáticos (a) y 

estadísticos de la prueba de Kruslall – Wallis y tamaño del efecto de las diferencias de las medias de rangos entre 

grupos. 

  Estadísticas descriptivas (a) Prueba de Kruslall – Wallis (b) 

Región Escen. Variable n Min Max Mediana Iqr Media SD SE CI Estadístico DF Valor de p Valor de eta2 Magnitud 

I 

Actual Bio 15 915 50.95 88 64.17 10.75 66.23 7.6 0.25 0.49      

RCP 4.5 Bio 15 915 48.67 82.33 63 9.33 64.62 7.02 0.23 0.46 21.6 2 > 0.0001 0.01 Pequeño 

RCP 8.5 Bio 15 915 51.67 82 64 9.67 65.6 6.59 0.22 0.43           

Actual Bio 17 915 40 209 83 28.5 88.97 19.58 0.65 1.27      

RCP 4.5 Bio 17 915 28.67 180.33 89 25 87.15 18.84 0.62 1.22 582 2 > 0.0001 0.21 large 

RCP 8.5 Bio 17 915 24 155.67 70.67 18 69.29 14.43 0.48 0.94           

Actual Bio 12 915 732 2190 1146 144 1134.14 135.97 4.5 8.82      

RCP 4.5 Bio 12 915 667.67 2570 1119.67 134.5 1129.44 155.98 5.16 10.12 230 2 > 0.0001 0.08 moderate 

RCP 8.5 Bio 12 915 658.33 2542.33 1057 123 1069.85 152.99 5.06 9.93           

II 

Actual Bio 4 496 149.42 239.75 178.77 29.34 184.2 21.23 0.95 1.87      

RCP 4.5 Bio 4 496 130.43 218.3 170.5 23.99 175.46 19.19 0.86 1.69 49.1 2 > 0.0001 0.03 small 

RCP 8.5 Bio 4 496 134.57 222.57 174.6 24.89 179.66 19.67 0.88 1.74           

Actual Bio 18 496 276 855 425 62 443.08 86.9 3.9 7.67      

RCP 4.5 Bio 18 496 179.33 970.67 378.17 74.08 372.53 89.43 4.02 7.89 421 2 > 0.0001 0.28 large 

RCP 8.5 Bio 18 496 175.33 738 357.5 40.33 357.26 71.54 3.21 6.31           

Actual Bio 19 496 96 465 165.5 52 183.06 58.09 2.61 5.13      

RCP 4.5 Bio 19 496 101 598.67 191.83 59 204.77 67.79 3.04 5.98 60.7 2 > 0.0001 0.04 small 

RCP 8.5 Bio 19 496 103.67 534.67 182.83 56.67 194.98 60.43 2.71 5.33           
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  Estadísticas descriptivas (a) Prueba de Kruslall – Wallis (b) 

Región Escen. Variable n Min Max Mediana Iqr Media SD SE CI Estadístico DF Valor de p Valor de eta2 Magnitud 

III 

Actual Bio 3 62 55.84 66.01 59.77 6.93 60.61 3.52 0.45 0.89      

RCP 4.5 Bio 3 62 47.33 56 53.33 2.17 53.11 1.81 0.23 0.46 123 2 > 0.0001 0.66 large 

RCP 8.5 Bio 3 62 47.33 56 53.33 2.67 53.41 1.94 0.25 0.49           

Actual Bio 11 62 21.78 24.04 22.65 1.45 22.79 0.69 0.09 0.18      

RCP 4.5 Bio 11 62 22.07 24.77 23.58 0.33 23.59 0.45 0.06 0.12 84.2 2 > 0.0001 0.45 large 

RCP 8.5 Bio 11 62 22.43 25.1 23.93 0.33 23.95 0.45 0.06 0.12           

Actual Bio 18 62 442 1008 654 165.75 677.79 152.44 19.36 38.71      

RCP 4.5 Bio 18 62 269 697.67 461.17 126.83 453.73 95.32 12.11 24.21 87.4 2 > 0.0001 0.47 large  

RCP 8.5 Bio 18 62 276.67 591 464.5 96.75 466.43 67.34 8.55 17.1           

 

Donde: n = número de individuos, Min = Mínimo, Max = Máximo, Media, Iqr = Rango del intercuartil, SD = Desviación 

estándar de la media, SE = Error estándar de la media, CI= intervalo de confianza de la media (95 %).  

 

Tabla 6. Estadísticos de la prueba no paramétrica de Wilcoxon para la comparación de grupos de variables 

Bioclimáticas ante escenario climáticos drásticos (RCP 4.5) y moderados (RCP 8.5) al 2050. 

Región Variable Grupo 1 Grupo 2 n1 n2 estadístico Valor de p p.adj p.adj.signif 

I 

Bio 15 

Actual RCP 4.5 915 915 467849 0 0 **** 

Actual RCP 8.5 915 915 431047 0.271 0.813 ns 

RCP 4.5 RCP 8.5 915 915 379217 0.0005 0.001 ** 

Bio 17 

Actual RCP 4.5 915 915 422008 0.764 1 ns 

Actual RCP 8.5 915 915 657810.5 0 0 **** 

RCP 4.5 RCP 8.5 915 915 651453 0 0 **** 

Bio 12 
Actual RCP 4.5 915 915 449421.5 0.006 0.019 * 

Actual RCP 8.5 915 915 572329.5 0 0 **** 
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Región Variable Grupo 1 Grupo 2 n1 n2 estadístico Valor de p p.adj p.adj.signif 

II 

Bio 18 

Actual RCP 4.5 496 496 193691 0 0 **** 

Actual RCP 8.5 496 496 207691.5 0 0 **** 

RCP 4.5 RCP 8.5 496 496 150502 0 0 **** 

Bio 19 

Actual RCP 4.5 496 496 88712.5 0 0 **** 

Actual RCP 8.5 496 496 100599.5 0 0 **** 

RCP 4.5 RCP 8.5 496 496 136265 0.003 0.01 ** 

Bio 4 

Actual RCP 4.5 496 496 153735 0 0 **** 

Actual RCP 8.5 496 496 137891 0.001 0.003 ** 

RCP 4.5 RCP 8.5 496 496 104673.5 0 0.0001 *** 

III 

Bio 3 

Actual RCP 4.5 62 62 3841 0 0 **** 

Actual RCP 8.5 62 62 3835 0 0 **** 

RCP 4.5 RCP 8.5 62 62 1698.5 0.264 0.792 ns 

Bio 11 

Actual RCP 4.5 62 62 790 0 0 **** 

Actual RCP 8.5 62 62 263 0 0 **** 

RCP 4.5 RCP 8.5 62 62 874.5 0 0 **** 

Bio 18 

Actual RCP 4.5 62 62 3517.5 0 0 **** 

Actual RCP 8.5 62 62 3560.5 0 0 **** 

RCP 4.5 RCP 8.5 62 62 1789.5 0.509 1 ns 
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En este estudio, la reducción de precipitación fue de 2 hasta casi 30 % en algunas 

variables bioclimáticas e incremento de temperatura, que ocasionaron las posibles 

pérdidas de carbono en las selvas de México. Ruíz-Corral et al. (2016), estimaron 

incremento de entre 0.5 y 1.5 °C para México al 2050 y pérdidas de 25 a 50 mm en 

la lluvia, bajo un RCP 4.5, valores similares a lo encontrado en este estudio 

Las temperaturas constituyen una fuente en la variabilidad en los modelos de 

predicción de carbono total en selvas, además de influir directamente en el 

crecimiento de los árboles (Vieilledent et al., 2016) que, para este estudio, su 

variación fue poca. 

  



34 

 

5. CONCLUSIONES 
 

Las variables de precipitación, fueron las de mayor contribución en la predicción de 

carbono total en las selvas del sureste de México. Se predicen cambios 

significativos de las reservas de carbono total en las selvas de México al 2050, 

debidas meramente al cambio climático: 38 % de la superficie de las selvas México 

se podría mantener sin cambios, 44 % de la superficie podría incrementar y 25 % 

sufrir pérdidas, aunque este porcentaje es efecto de la variabilidad espacial de los 

sitios de muestreo. No obstante, la tasa de decremento de carbono (37 %) es 

significativamente más alto y casi el doble que la tasa de incremento (21 %), lo 

anterior, fue debido principalmente a una reducción de precipitación en promedio de 

17 %, pero incremento de temperatura de alrededor de 1 °C. 

Las variables bioclimáticas 15, 17, 12, 4, 18, 19, 3 y 4 fueron las variables que 

predicen adecuadamente el carbono actual y futuro, influyendo positiva y 

negativamente en la captura del carbono total. 

En ambos escenarios RCP se registraron pérdidas en el almacenamiento de 

carbono, destacando el escenario RCP 8.5, teniendo las mayores pérdidas del 

carbono total. 
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